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da tese devidamente corrigida e defendida
por Felipe Alberto Osorio Salgado e aprovada
pela comissão julgadora.

São Paulo, agosto de 2006.

Comissão Julgadora:

Prof. Dr. Gilberto Alvarenga Paula (Orientador) - IME - USP
Prof. Dr. Julio da Motta Singer - IME - USP
Profa. Dra. Beatriz Vaz de Melo Mendes - UFRJ
Profa. Dra. Reiko Aoki - ICMC - USP
Prof. Dr. Filidor Edilfonso Vilca Labra - UNICAMP





Para Bárbara e Vicente



Agradecimentos

Desejo expressar meus sinceros agradecimentos para meu orientador, o Pro-
fessor Gilberto A. Paula, pelas suas muitas sugestões, confiança e constante
ajuda durante a elaboração deste trabalho. Também sou muito grato ao Pro-
fessor Manuel Galea pelo seu constante est́ımulo e guia na minha formação
acadêmica.
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Resumo

Neste trabalho estudamos técnicas de diagnóstico em modelos lineares com
efeitos mistos sob distribuições de contornos eĺıpticos. O principal atrativo
da classe de distribuições eĺıpticas é que a mesma permite estender os mode-
los desenvolvidos sob normalidade considerando distribuições simétricas com
caudas mais leves ou mais pesadas do que a normal. É conhecido que a mo-
delagem estat́ıstica sob erros normais pode ser influenciada por observações
aberrantes. Deste modo, usamos modelos baseados em distribuições com
caudas mais pesadas do que a normal com o intuito de obter estimati-
vas robustas contra observações aberrantes. Consideramos dois enfoques
para introduzir distribuições eĺıpticas no modelo linear com efeitos mistos,
para cada uma dessas formulações descrevemos a estimação por máxima
verossimilhança. Derivamos as curvaturas requeridas para o procedimento
de influência local (Cook, 1986) para o modelo eĺıptico linear com efeitos
mistos sob diferentes esquemas de perturbação e examinamos sua conexão
com a matriz de alavancas generalizadas (Wei, Hu e Fung, 1998). Estende-
mos a definição da matriz de alavancas generalizadas para manipular mo-
delos com dados incompletos. Finalmente, examinamos a habilidade dos
métodos propostos para reduzir a influência de observações aberrantes e/ou
influentes mediante um estudo de sensibilidade em conjuntos de dados previ-
amente analizados sob normalidade. Disponibilizamos duas bibliotecas para
o pacote S-Plus em que as análises descritas neste trabalho podem ser rea-
lizadas. Informações relativas a tais bibliotecas estão dispońıveis na página
Web http://www.ime.usp.br/∼osorio/software.html.

http://www.ime.usp.br/~osorio/software.html�


Abstract

In this work we consider diagnostic techniques for linear mixed-effects mod-
els derived under the class of elliptically contoured distributions. The ellip-
tical class allows extending models developed using the normal distribution
by considering symmetric distributions with either lighter or heavier-tails
than the normal ones. It is well known that statistical models under nor-
mal errors may be highly influenced by outlying observations. Thus, we use
models based on longer-than-normal tails with the purpose of attaining ro-
bustness aspects of the parameter estimates against outlying observations.
We consider two approaches to introduce elliptical distributions in linear
mixed-effects models, for each formulation we describe the maximum likeli-
hood estimation procedure. We derive the local influence curvatures (Cook,
1986) for each case under various perturbation schemes and we examine the
connection with generalized leverage (Wei, Hu e Fung, 1998). We extend
the definition of the generalized leverage matrix to handle models with in-
complete data. Finally, we illustrate the ability of the proposed methods to
reduce the influence of outlying and influential observations through a sensi-
tivity study in data sets previously analysed under normality. We implement
the methods described in this work in two libraries for the S-Plus pack-
age. Informations concerning there libraries are available in the Web page
http://www.ime.usp.br/∼osorio/software.html.

http://www.ime.usp.br/~osorio/software.html�
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1.3.2 Algoritmo ECM quando os bi são integrados . . . . . 22

1.3.3 Esperanças condicionais para os algoritmos tipo-EM . 23

1.4 Considerações Computacionais . . . . . . . . . . . . . . . . . 25

1.4.1 Implementação . . . . . . . . . . . . . . . . . . . . . . 36
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Introdução

Diagnóstico de influência constitui uma das técnicas mais úteis para modelagem
estat́ıstica, em que se procura avaliar a robustez das estimativas fornecidas pelo
modelo quando introduzimos perturbações no modelo e/ou nos dados, bem
como avaliar afastamentos importantes das principais suposições feitas para os
erros. O tipo de perturbação mais conhecido é a eliminação de casos.

O objetivo principal deste trabalho é estudar diagnóstico de influência em mo-
delos lineares mistos sob distribuições de contornos eĺıpticos. Realizamos, em
particular, análises de sensibilidade no modelo eĺıptico com efeitos mistos usando
a técnica de influência local (Cook, 1986) e estudamos a sua conexão com o
método de alavanca generalizado (Wei, Hu e Fung, 1998).

Motivação

Um dos principais objetivos da modelagem estat́ıstica é avaliar a qualidade
do modelo postulado para representar o fenômeno sob estudo. Desse modo,
uma das principais preocupações é a escolha adequada do modelo. Contudo,
freqüentemente existem observações que podem alterar substancialmente a
inferência estat́ıstica quando são retiradas do conjunto de dados. Na li-
teratura estat́ıstica tem havido, portanto, grande interesse na detecção de
tais observações com o intuito de avaliar o impacto das mesmas no modelo
ajustado, assim como considerar posśıveis medidas corretivas.

Tais fatos têm motivado o desenvolvimento de duas principais linhas de
pesquisa em diagnóstico de influência: eliminação de pontos (veja, por ex-
emplo, Belsley, Kuh e Welsh, 1980; Cook e Weisberg, 1982 e Chatterjee e
Hadi, 1988) para identificação de observações influentes, mediante a elimi-
nação de casos ou influência global e a técnica de influência local (Cook,
1986) que consiste em estudar o efeito de introduzir pequenas perturbações
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no modelo (ou dados) usando uma medida de influência apropriada. Esta
metodologia tem recebido uma crescente atenção nos últimos 20 anos prin-
cipalmente devido a sua flexibilidade, permitindo sua aplicação em diversas
situações (veja discussão em Cook, 1997).

Um outro enfoque corresponde à acomodação de observações aberrantes
(reśıduo alto) através de procedimentos robustos, que têm sido desenvolvi-
dos modificando o método de máxima verossimilhança sob normalidade com
o intuito de atenuar o efeito de observações aberrantes nos resultados da es-
timação (veja, por exemplo, Huber, 1981 e Rousseeuw e Leroy, 1987). Sob
esse enfoque também podemos considerar distribuições simétricas com cau-
das mais pesadas do que a distribuição normal. Uma escolha interessante
neste sentido corresponde à classe de distribuições de contornos eĺıpticos. O
principal atrativo desta classe é que permite estender os modelos desenvolvi-
dos sob erro normal considerando distribuições simétricas com caudas mais
leves ou mais pesadas do que a normal. Alguns exemplos de distribuições
nesta classe são à t de Student, exponencial potência e normal contaminada,
modelos conhecidos por acomodar observações aberrantes. Uma descrição
detalhada da classe de distribuições eĺıpticas multivariadas é apresentada,
por exemplo, em Fang e Zhang (1990), Fang, Kotz e Ng (1990) e Arellano
(1994).

Vários autores têm considerado o uso de distribuições na classe eĺıptica para
modelagem robusta. Por exemplo, Dempster, Laird e Rubin (1980) con-
sideram a estimação em modelos de regressão linear através de mı́nimos
quadrados iterativamente ponderados supondo uma subclasse das eĺıpticas
conhecida como famı́lia de misturas de escala normal; Little (1988) aborda
a estimação em modelos com dados incompletos usando a normal contami-
nada, Lange, Little e Taylor (1989) propõem a distribuição t para modela-
gem robusta em modelos de regressão tanto univariados como multivariados,
Lange e Sinsheimer (1993) consideram distribuições na classe das misturas
de escala normal para estimação robusta em regressão linear e não-linear,
Bolfarine e Galea (1996) discutem a estimação de máxima verossimilhança
no modelo de calibração comparativa estrutural usando a distribuição t en-
quanto Fernández e Steel (1999) estudam a estimação de parâmetros em
modelos lineares multivariados via máxima verossimilhança usando a dis-
tribuição t e alertam com relação a problemas na estimação dos graus de
liberdade. Cysneiros e Paula (2005) consideram métodos restritos em mode-
los de regressão simétricos univariados e, em particular para modelos lineares
com efeitos mistos Huggins (1993a, 1993b) propõe M -estimadores basea-
dos em distribuições de contornos eĺıpticos, com ênfase em modelos para
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componentes de variância, Lindsey (1999) e Lindsey e Lindsey (2005) con-
sideram a distribuição exponencial potência para problemas com medidas
repetidas, Pinheiro, Liu e Wu (2001) propõem algoritmos para estimação
por máxima verossimilhança em modelos lineares com efeitos mistos con-
siderando a distribuição t multivariada e mais recentemente, Savalli, Paula
e Cysneiros (2006) discutem testes para componentes de variância em mo-
delos eĺıpticos lineares mistos. Num contexto bayesiano e principalmente
usando distribuições de mistura de escala normal, Liu (1996) estuda o mo-
delo de regressão linear com dados incompletos, Chen e Dey (1998) conside-
ram a modelagem de funções de ligação para modelos com resposta binária
e Choy e Smith (1997), Rosa, Padovani e Gianola (2003, 2004) e Portela e
Gómez-Villegas (2004) desenvolvem implementações MCMC para estimação
em modelos lineares com efeitos mistos.

Contudo, esses modelos desenvolvidos sob distribuições com caudas mais
pesadas do que a normal, ainda podem estar vulneráveis a observações in-
fluentes como é notado, por exemplo, em Galea, Paula e Bolfarine (1997),
Galea, Riquelme e Paula (2000), Liu (2000, 2002), Dı́az-Garćıa, Galea e
Leiva-Sánchez (2003), Galea, Paula e Uribe-Opazo (2003), Galea, Paula e
Cysneiros (2005) e Savalli, Paula e Cysneiros (2006). Portanto, existe a
necessidade de realizar estudos de sensibilidade nesta classe de modelos.

O objetivo deste trabalho é estudar diagnóstico de influência em modelos
lineares com efeitos mistos considerando distribuições de contornos eĺıpticos.
Na seção a seguir apresentamos um resumo de métodos de diagnóstico apli-
cados ao modelo linear misto, posteriormente fazemos uma breve descrição
da classe de distribuições eĺıpticas e do algoritmo de maximização tipo EM.
Finalmente, indicamos os objetivos assim como a organização do trabalho.

Diagnósticos em Modelos com Efeitos Mistos

Métodos de diagnóstico e validação aplicados em modelos lineares com efeitos
mistos (Laird e Ware, 1982) têm sido desenvolvidos principalmente sob a
suposição de normalidade. Baseados em procedimentos de eliminação de
observações, Christensen, Pearson e Johnson (1992) estudam a influência
de observações num modelo de efeitos aleatórios para análise de variância
enquanto Tan, Ouwens e Berger (2001) discutem a detecção de observações
influentes em modelos lineares mistos com ênfase em estudos longitudinais.
Diagnósticos de influência global em modelos de curvas de crescimento são
considerados por Pan (2002) e Zewotir e Galpin (2005) que estendem os
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resultados de Christensen et al. (1992). Em parte devido a complexidade do
modelo linear com efeitos mistos, alguns autores têm aplicado o método de
influência local para realizar estudos de sensibilidade. Por exemplo, Beck-
man, Nachtsheim e Cook (1987) estudam diagnóstico de influência num
modelo misto para análise de variância. Em modelos de curvas de cresci-
mento a metodologia de influência local é investigada por Pan, Fang e von
Rosen (1997), Pan e Bai (2003) e Shi e Ojeda (2004). Lesaffre e Verbeke
(1998) consideram o esquema de ponderação de casos no modelo linear com
efeitos mistos usando uma perspectiva marginal.

Atualmente, grande parte das metodologias desenvolvidas sob normalidade
estão sendo estendidas para a classe de distribuições eĺıpticas. Contudo,
pouco tem sido investigado em modelos lineares com efeitos mistos sob dis-
tribuições de contornos eĺıpticos. Este trabalho é motivado pelo fato de tais
procedimentos de diagnóstico, além de identificar observações influentes,
também permite selecionar modelos paramétricos dentro da classe de dis-
tribuições eĺıpticas que representam boas alternativas à distribuição normal.

Distribuições de Contornos Eĺıpticos

A classe de distribuições eĺıpticas tem recebido crescente atenção na lite-
ratura estat́ıstica nos últimos 15 anos (veja, Fang e Zhang, 1990; Fang,
Kotz e Ng, 1990 e Arellano, 1994), particularmente devido ao fato de incluir
distribuições com caudas mais pesadas do que a normal, tais como a dis-
tribuição t de Student, exponencial potência e normal contaminada, dentre
outras. Uma subclasse importante na famı́lia de distribuições de contornos
elipticos corresponde à classe das misturas de escala normal (veja, por ex-
emplo, Andrews e Mallows, 1974; Dempster, Laird e Rubin, 1980; Lange e
Sinsheimer, 1993; Chen e Dey, 1998 e Gómez, Gómez-Villegas e Maŕın, 2006)
que apresenta boas propriedades como a normal, é relativamente simples de
trabalhar e permite robustificar procedimentos estat́ısticos. A seguir intro-
duzimos as definições de distribuições eĺıpticas que serão utilizadas neste
trabalho.

Definição 1 (distribuição eĺıptica). Dizemos que o vetor aleatório m-
dimensional Y tem distribuição eĺıptica multivariada com vetor de posição
µ ∈ Rm e matriz de escala positiva definida Λ se sua função de densidade
assume a forma

f(y) = |Λ|−1/2g[(y − µ)TΛ−1(y − µ)], (1)
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em que g : R→ [0,∞) satisfaz a condição
∫∞
0 um/2−1g(u) du < ∞. A funcão

g é tipicamente conhecida como função geradora de densidade. Quando
um vetor aleatório tem densidade dada por (1) usamos a notação Y ∼
ECm(µ,Λ; g).

Um estudo completo das propriedades da classe de distribuições eĺıpticas as-
sim como alguns exemplos podem ser encontrados em Fang e Zhang (1990),
Fang, Kotz e Ng (1990) e Arellano (1994). A seguir apresentamos uma pro-
priedade que estabelece que a classe de distribuições de contornos eĺıpticos
é fechada sob transformações lineares.

Proposição 1. Seja Y ∼ ECm(µ,Λ; g). Se a ∈ Rn e A é uma matriz
n×m com posto(A) = n ≤ m, então

X = AY + a ∼ ECn(Aµ + a,AΛAT ; g). (2)

A partir de (2) podemos notar que qualquer distribuição marginal de Y ∼
ECm(µ,Λ; g) também é eĺıptica.

Definição 2 (distribuição de mistura de escala normal). Seja µ ∈ Rm,
Λ matriz positiva definida m×m, H(v; ν) função de distribuição de proba-
bilidade (unidimensional) e κ(·) uma função estritamente positiva, então a
densidade f definida como

f(y) = |2πΛ|−1/2

∫ ∞

0
{κ(v)}−m/2 exp{−1

2κ−1(v)u}dH(v), (3)

é dita uma densidade de mistura de escala normal, em que u = (Y −
µ)TΛ−1(Y − µ) e H é conhecida como a distribuição da variável de mis-
tura V . Se um vetor aleatório Y tem densidade dada por (3) dizemos
que Y tem distribuição de mistura de escala normal e escrevemos Y ∼
SMNm(µ,Λ; H).

Um vetor aleatório m-dimensional Y tem distribuição SMNm(µ,Λ; H) se
admite a representação

Y
d= µ + κ1/2(V )Z, (4)

em que Z ∼ Nm(0,Λ), V é variável aleatória positiva com distribuição
H independente de Z. Aqui d= denota igualdade em distribuição. Logo,
a partir de (4) obtemos que a distribuição de Y condicional a V = v é
(Y |V = v) ∼ Nm(µ, κ(v)Λ).
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Alguns exemplos de distribuições eĺıpticas são dados a seguir (veja também,
Fang, Kotz e Ng, 1990 e Arellano, 1994). Para cada caso considere u =
(Y − µ)TΛ−1(Y − µ).

Distribuição t de Student generalizada. Seja Y ∼ Gtm(µ,Λ, ν, γ) a dis-
tribuição t de Student generalizada com ν, γ > 0. Isto é, Y tem densidade
dada por

f(y) =
Γ(m+ν

2 )
Γ(ν

2 )πm/2
γ−m/2|Λ|−1/2

(
1 +

u

γ

)−(m+ν)/2
. (5)

Note que, quando γ = ν obtemos a distribuição t de Student, tm(µ,Λ, ν)
com ν > 0 graus de liberdade, e a distribuição de Cauchy quando γ = ν = 1.

Distribuição Exponencial Potência. Se Y ∼ PEm(µ,Λ, ν) com parâmetro
de forma ν > 0 (Gómez, Gómez-Villegas e Maŕın, 1998) então sua densidade
é da forma

f(y) =
νΓ(m

2 )
πm/2Γ( m

2ν )2m/2ν
|Λ|−1/2 exp(−uν/2). (6)

Esta famı́lia de distribuições apresenta ambos tipos de caudas, mais leves
(ν > 1) assim como mais pesadas do que a normal (ν < 1) e inclui a normal
como um caso particular (ν = 1).

Distribuição Normal Contaminada. Considere Y ∼ NCm(µ,Λ, δ, γ) a dis-
tribuição normal contaminada m-variada (Little, 1988) em que 0 ≤ δ ≤ 1
denota a percentagem de “contaminação” e γ > 0 corresponde a um fator
de inflação de escala. Neste caso a densidade de Y é dada por

f(y) = (2π)−m/2|Λ|−1/2{δγm/2e−γu/2 + (1− δ)e−u/2}. (7)

Distribuição Slash. Seja Y ∼ Slashm(µ,Λ, ν) com parâmetro de forma
ν > 0 (Rogers e Tukey, 1972), então sua densidade fica dada por

f(y) = ν(2π)−m/2|Λ|−1/2

∫ 1

0
vm/2+ν−1 exp(−vu/2) dv. (8)
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Distribuição Logistica tipo-II. Considere Y ∼ LII
m (µ,Λ), então a densi-

dade do vetor aleatório m-dimensional Y assume a forma

f(y) = cm|Λ|−1/2 e−
√

u

(1 + e−
√

u)2
, (9)

em que a constante de padronização cm é dada por

cm =
πm/2

Γ(m
2 )

∫ ∞

0
tm/2−1 e−

√
t

(1 + e−
√

t)2
dt.

A propriedade (4) para a classe de distribuições de mistura de escala nor-
mal é particularmente útil para a estimação de parâmetros por máxima
verossimilhança mediante o algoritmo de maximização tipo EM. A seguir
apresentamos uma descrição deste algoritmo.

Algoritmo EM

O algoritmo EM (Dempster, Laird e Rubin, 1977) é um enfoque amplamente
aplicável para o cálculo iterativo de estimativas de máxima verossimilhança,
sendo bastante útil para problemas com dados incompletos.

Muitos problemas em Estat́ıstica podem ser encarados utilizando uma for-
mulação de dados aumentados permitindo assim simplificar a obtenção das
estimativas de máxima verossimilhança. Os dados aumentados, também
chamados dados completos, correspondem aos dados observados, referidos
nesta formulação como dados incompletos, e dados adicionais conhecidos
como dados perdidos. Neste contexto, as funções de verossimilhança baseadas
nos dados completos e observados são denominadas verossimilhança de da-
dos completos e dados incompletos, respectivamente. É importante salientar
que a parte aumentada dos dados não requer que eles sejam “perdidos” no
sentido estrito da palavra, pois somente representam um mecanismo técnico.
De fato, esta idéia é usada para descrever uma variedade de modelos es-
tat́ısticos, tais como: misturas, efeitos aleatórios, agrupamentos, censura e
observações incompletas (veja, por exemplo, McLachlan e Krishnan, 1997.
Cap. 2).

No algoritmo EM, cada iteração é formada pelos passos: Esperança (passo
E) e Maximização (passo M). Para introduzir idéias, sejam Y o vetor de
dados observados e z o vetor de dados perdidos; desse modo o vetor de dados
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completos Y c aumenta Y mediante z como Y c = (Y T , zT )T . Considere
L(θ|Y c) o logaritmo da função de verossimilhança de dados completos para
o vetor de parâmetros θ ∈ Θ. O algoritmo EM aborda problemas com dados
incompletos indiretamente mediante a substituição da parte não observável
em L(θ|Y c) por suas esperanças condicionais dado Y , usando o ajuste atual
para θ. Isto é, considera a função Q definida como

Q(θ|θ̂) = E{L(θ|Y c)|Y , θ̂}. (10)

A (r+1)-ésima iteração do algoritmo EM é definida como

Passo E: para θ̂ = θ(r), calcular Q(θ|θ̂) como

Q(θ|θ̂) = E{L(θ|Y c)|Y , θ̂}.

Passo M: escolher θ(r+1) que maximize Q(θ|θ̂) tal que

Q(θ(r+1)|θ̂) ≥ Q(θ|θ̂), ∀θ ∈ Θ.

Deve-se alternar os passos E e M repetidamente até atingir a convergência.
Cada iteração do algoritmo EM incrementa a função de verossimilhança
de dados observados L(θ|Y ) e sob condições apropriadas o algoritmo EM
apresenta convergência monótona ao máximo global ou local de L(θ|Y ) (Wu,
1983 e McLachlan e Krishnan, 1997, Sec. 3.5).

Quando o passo M no algoritmo EM é complicado, este pode ser amenizado
realizando o processo de maximização condicional a alguma função dos
parâmetros que estão sendo estimados. Este algoritmo EM generalizado
proposto por Meng e Rubin (1993) é denominado algoritmo de maximização
condicional de esperança (ECM). A idéia neste caso é substituir o passo M
no algoritmo EM por uma seqüência de passos de maximização condicional
(CM) computacionalmente mais simples, em que cada um deles maximiza
a função Q sujeita a restrições em θ, de modo que essas restrições garan-
tam que a maximização é realizada sobre todo o espaço paramétrico para
θ. Como as maximizações CM são efetuadas sobre espaços de dimensão
menor, freqüentemente tais etapas são mais simples, velozes e estáveis que
suas contrapartidas realizadas sobre todo o espaço paramétrico Θ. O al-
goritmo ECM tipicamente converge num número maior de iterações que o
algoritmo EM, porém pode ser mais veloz em tempo de computação.
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Em muitas situações, o cálculo do passo E pode ser de custo computacional
muito menor do que os passos CM. Desse modo podemos ter interesse em
executar um passo E antes de cada passo CM, o que é conhecido como
um ciclo. Tal algoritmo é denominado algoritmo ECM multiciclo (Meng
e Rubin, 1993). É importante notar que as propriedades de simplicidade,
estabilidade e convergência monótona do algoritmo EM são compartidas
pelos algoritmos ECM e ECM multiciclo, porém com taxas de convergência
mais velozes.

Definição dos Objetivos e Organização do Trabalho

O objetivo geral deste trabalho é desenvolver técnicas para análise de sen-
sibilidade em modelos lineares com efeitos mistos sob distribuições de con-
tornos eĺıpticos considerando os métodos de influência local (Cook, 1986)
e de alavanca generalizado (Wei, Hu e Fung, 1998). É um fato conhecido
que este tipo de distribuição com caudas mais pesadas permite acomodar
observações aberrantes. Descrevemos dois enfoques para introduzir dis-
tribuições eĺıpticas no modelo linear misto, uma formulação marginal e uma
hierárquica baseadas nas propostas de Lange, Little e Taylor (1989) e Pi-
nheiro, Liu e Wu (2001), respectivamente. Ambas abordagens podem ser
consideradas como procedimentos para acomodação de observações aberran-
tes. Finalmente, aplicamos os resultados desenvolvidos a três conjuntos de
dados. Deste modo, os objetivos espećıficos deste trabalho são:

1) Abordar a estimação por máxima verossimilhança no modelo linear
com efeitos mistos tanto na sua formulação marginal como hierárquica.
No caso do modelo em sua formulação hierárquica discutir a estimação
mediante algoritmos tipo-EM.

2) Derivar as curvaturas requeridas para o procedimento de influência
local para o modelo eĺıptico linear com efeitos mistos sob diferentes
esquemas de perturbação.

3) Aplicar o método de alavanca generalizado ao modelo linear com efeitos
mistos sob distribuições de contornos eĺıpticos e examinar sua conexão
com o procedimento de influência local.

4) Examinar a capacidade dos métodos propostos para reduzir a in-
fluência de observações aberrantes mediante um estudo de sensibili-
dade em conjuntos de dados previamente analizados sob normalidade.
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O trabalho contido nesta tese é organizado em quatro caṕıtulos e três apêndices.

O Caṕıtulo 1 é dedicado ao estudo do modelo linear com efeitos mistos
considerando dois enfoques para a introdução de distribuições de contornos
eĺıpticos, denominados neste trabalho como formulações marginal e hierárquica.
Para o caso da formulação hierárquica consideramos uma subclasse das
eĺıpticas conhecida como famı́lia de misturas de escala normal (Andrews
e Mallows, 1974). Mostramos que a distribuição marginal para as respostas
observadas também pertence à classe das misturas de escala normal, simplifi-
cando desse modo a inferência estat́ıstica uma vez que as densidades envolvi-
das podem ser avaliadas de maneira simples, fato que não é compartido por
muitos modelos com efeitos mistos desenvolvidos para dados não normais.
Na atualidade, o sucesso de qualquer técnica estat́ıstica está intimamente
relacionado à disponibilidade de software confiável e eficiente para o ajuste
dos modelos por parte de usuários de estat́ıstica (veja Stromberg, 2004). De-
vido a tal fato, desenvolvemos métodos para a estimação de parâmetros no
modelo linear com efeitos mistos em sua formulação hierárquica. Disponibi-
lizamos uma biblioteca escrita em S e C para o pacote S-Plus em que tais
análises podem ser realizados.

No Caṕıtulo 2 desenvolvemos diagnósticos de influência para o modelo eĺıptico
linear misto mediante o método de influência local (Cook, 1986) e de ala-
vanca generalizado (Wei et al., 1998). Derivamos a curvatura normal em
modelos lineares mistos sob distribuições eĺıpticas considerando diversos es-
quemas de perturbação e examinamos a sua conexão com o método de ala-
vanca generalizado. Estendemos a definição da matriz de alavancas gene-
ralizadas para manipular modelos com dados incompletos. As quantidades
de interesse para tais procedimentos de diagnóstico são calculadas eficien-
temente usando o método de diferenciação matricial descrito em Magnus e
Neudecker (1988). Os principais resultados neste tópico são apresentados
no Apêndice A. No Apêndice B examinamos a equivalência entre alguns
métodos de diagnóstico por eliminação de casos e o procedimento de in-
fluência local.

No Caṕıtulo 3 aplicamos a metodologia desenvolvida em alguns conjuntos de
dados provenientes de estudos em biometria. O exemplo final corresponde a
uma aplicação do modelo de Grubbs (Grubbs, 1948, 1973, 1983). Tal modelo
pode ser visto como um caso particular do modelo linear com efeitos mistos.
Contudo, desenvolvemos a influência para este modelo considerando-o como
um caso particular do modelo de Barnett (Barnett, 1969). Esses resultados
são resumidos no Apêndice C. Mediante a análise de influência para cada
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um desses conjuntos de dados, notamos que os modelos desenvolvidos sob
distribuições de contornos eĺıpticos apresentam propriedades de robustez
contra observações aberrantes assim como contra os vários esquemas de
perturbação considerados.

Finalmente, no Caṕıtulo 4, apresentamos algumas considerações finais e
perspectivas de trabalhos futuros.
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Caṕıtulo 1

Modelo Eĺıptico Linear Misto

Neste caṕıtulo apresentamos dois enfoques para introduzir distribuições de con-
tornos eĺıpticos no modelo linear com efeitos mistos. Descrevemos a estimação
por máxima verossimilhança para cada um dos enfoques, finalmente abordamos
alguns aspectos computacionais.

1.1 Introdução

Considere o modelo linear com efeitos mistos (Laird e Ware, 1982) dado por

Y i = Xiβ + Zibi + εi, i = 1, . . . ,M, (1.1)

em que Y i representa o vetor aleatório ni-dimensional das respostas obser-
vadas para o i-ésimo indiv́ıduo ou grupo, Xi e Zi são matrizes de planeja-
mento ni×p e ni×q, respectivamente, β é um vetor p-dimensional de efeitos
fixos, bi denota um vetor q-dimensional de efeitos aleatórios e εi indica um
vetor de erros.

Um dos principais motivos pelos quais os modelos com efeitos mistos têm-
se tornado populares deriva da sua flexibilidade para modelar a estrutura
de correlação intra-indiv́ıduos, a capacidade de lidar tanto com dados ba-
lanceados como desbalanceados, assim como a disponibilidade de pacotes
confiáveis para o ajuste de tais modelos, dentre os quais podemos destacar
a biblioteca para S-Plus/R, nlme (Pinheiro e Bates, 2000) o procedimento
SAS, Proc MIXED (Little et al., 1988) e em particular para modelos lon-
gitudinais a biblioteca para S-Plus OSWALD (Smith, Robertson e Diggle,
1996).
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Normalidade é assumida freqüentemente tanto para os efeitos aleatórios bi

quanto para os erros εi, e as inferências clássicas são baseadas no modelo
marginal para Y i (veja por exemplo, Pinheiro e Bates, 2000 e Verbeke e
Molenberghs, 2001). Contudo, a suposição de normalidade tem sido criti-
cada pelo fato de não ser realista, além de ser bem conhecido que a presença
de observações aberrantes pode distorcer as estimativas de máxima verossim-
ilhança assim como a inferência estat́ıstica. Isto tem motivado o desenvolvi-
mento de metodologias robustas com o interesse de atenuar o efeito de tais
observações.

Para acomodação de observações aberrantes em modelos lineares com efeitos
mistos, diversos procedimentos têm sido propostos. Por exemplo, Richard-
son e Welsh (1995) discutem a aplicação de métodos robustos para máxima
verossimilhança restrita, Richardson (1997) considera a estimação de in-
fluência limitada para reduzir a ação de observações aberrantes tanto na
resposta quanto nas variáveis explicativas, Gill (2000) sugere robustificar o
logaritmo da função de verossimilhança e aplica o procedimento proposto
para estimação robusta em dados longitudinais e He, Cui e Simpson (2004)
propõem um método robusto para a análise de dados longitudinais con-
siderando que a função que limita a influência de observações aberrantes, a
função ρ na literatura de métodos robustos (veja Huber, 1981), corresponde
ao logaritmo da densidade t de Student univariada.

Neste trabalho consideramos dois enfoques para introduzir distribuições de
contornos eĺıpticos no modelo linear com efeitos mistos. Tais enfoques são
baseados no modelo marginal descrito por Lange, Little e Taylor (1989) e a
representação hierárquica dada em Pinheiro, Liu e Wu (2001). Ambos po-
dem ser considerados métodos para acomodação de dados aberrantes e têm a
possibilidade de trazer informações úteis para a detecção de tais observações.

Primeiramente, consideramos o modelo (1.1) em que bi e εi são tais que
(bT

i , εT
i )T segue uma distribuição de contornos eĺıpticos com parâmetro de

posição 0, matriz de escala Λi = Ψ⊕Σi e função geradora de densidade g,
em que Ψ é uma matriz simétrica q× q e Σi é uma matriz simétrica ni×ni.
Deste modo, temos que
(

Y i

bi

)
ind∼ ECni+q

((
Xiβ
0

)
,

(
ZiΨZT

i + Σi ZiΨ
ΨZT

i Ψ

)
; g

)
, i = 1, . . . , M.

Usualmente a inferência estat́ıstica é baseada no modelo marginal para o
vetor de respostas. Usando as propriedades da classe eĺıptica, temos que os
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Y i são independentes e marginalmente distribúıdos como

Y i
ind∼ ECni(Xiβ, V i; g), i = 1, . . . , M, (1.2)

em que V i = ZiΨZT
i + Σi. Consideramos que Σi = Σi(α) e Ψ = Ψ(λ)

são parametrizadas por α e λ vetores k e d dimensionais, respectivamente.
O modelo dado por (1.2) será chamado modelo linear misto marginal. Uma
aplicação deste modelo ao estudo de dados longitudinais é apresentado em
Osorio, Paula e Galea (2006).

Usando a classe de distribuições de mistura de escala normal podemos ex-
pressar o modelo linear misto hierárquico (veja Pinheiro, Liu e Wu, 2001)
como

(
Y i

bi

) ∣∣∣vi
ind∼ Nni+q

((
Xiβ
0

)
, κ(vi)

(
ZiΨZT

i + Σi ZiΨ
ΨZT

i Ψ

))
e

vi
ind∼ H(vi; ν), i = 1, . . . , M, (1.3)

ou, alternativamente, como

Y i|bi, vi
ind∼ Nni(Xiβ + Zibi, κ(vi)Σi), bi|vi

ind∼ Nq(0, κ(vi)Ψ) e

vi
ind∼ H(vi;ν), i = 1, . . . , M, (1.4)

neste caso Σi = Σi(α) e Ψ = Ψ(λ) representam as matrizes de escala
dos erros εi e dos efeitos aleatórios bi, respectivamente, H(vi, ν) denota a
função de distribuição da variável de mistura e κ(·) é uma função positiva.
Devido às recomendações dadas em Fernández e Steel (1999), neste trabalho
consideramos fixados os parâmetros de forma da distribuição eĺıptica para o
enfoque marginal, assim como os parâmetros relativos à variável de mistura
vi no modelo hierárquico.

1.2 Modelo Linear Misto Marginal

Considere Y i = (Yi1, . . . , Yini)
T , i = 1, . . . , M , vetores aleatórios indepen-

dentes seguindo o modelo marginal dado em (1.2), isto é, Y i ∼ ECni(Xiβ,
V i; g) para i = 1, . . . ,M . O logaritmo da função de verossimilhança para
θ = (βT , αT ,λT )T é dado por

L(θ) =
M∑

i=1

Li(θ) =
M∑

i=1

{−1
2 log |V i|+ log g(ui)}, (1.5)
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em que ui = (Y i−Xiβ)T V −1
i (Y i−Xiβ), i = 1, . . . , M , representa uma me-

dida de distância ponderada pela matriz V i. Assumindo que g(·) é cont́ınua
e diferenciável, podemos definir as quantidades

Wg(u) =
d
du

log g(u) =
g′(u)
g(u)

e W ′
g(u) =

d
du

Wg(u).

Seja τ = (αT , λT )T ; as funções escore para θ são dadas por

U(β) =
M∑

i=1

qi(θ)XT
i V −1

i (Y i −Xiβ) e (1.6)

U(τ ) = (U(τ1), . . . , U(τl))T , (1.7)

em que

U(τj) = −1
2

M∑

i=1

{trV −1
i V̇ i(j)− qi(θ) rT

i V −1
i V̇ i(j)V −1

i ri},

para j = 1, . . . , l; l = k+d, ri = Y i−Xiβ e qi(θ) = −2Wg(ui), i = 1, . . . ,M .
Usamos a notação V̇ i(j) = ∂V i/∂τj .

Considere o seguinte procedimento iterativo para obter a estimativa de
máxima verossimilhança de θ:

Etapa 1. Avaliar as quantidades q
(r)
i = qi(θ(r)), i = 1, . . . , M e para τ

fixado, atualizar β(r+1) como

β(r+1)(τ ) =
( M∑

i=1

q
(r)
i XT

i V −1
i (τ )Xi

)−1
M∑

i=1

q
(r)
i XT

i V −1
i (τ )Y i, (1.8)

em que V i(τ ) = ZiΨ(λ)ZT
i + Σi(α), i = 1, . . . , M .

Etapa 2. Atualizar τ (r+1) mediante maximizar o logaritmo da verossimil-
hança concentrada, L(β(r+1)(τ ), τ ) =

∑M
i=1 Li(β(r+1)(τ ), τ ), em que

Li(β(r+1)(τ ), τ ) = −1
2 log |V i|+ log g(ũi)

com ũi = r̂T
i V −1

i (τ )r̂i, em que r̂i = Y i −Xiβ
(r+1)(τ ). Desse modo atua-

lizamos τ (r+1) como

τ (r+1) = arg max
τ

{L(β(r+1)(τ ), τ )}. (1.9)
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Deve-se repetir as etapas 1 e 2 até atingir convergência. Para efetuar a maxi-
mização em (1.9) podemos considerar um algoritmo secante multivariado
(veja, por exemplo, Dennis e Schnabel, 1996) em que as funções gradientes
requeridas pelo método são dadas pelas funções escore em (1.7).

Na Tabela 1.1 apresentamos o valor de q(θ) para algumas distribuições de
contornos eĺıpticos.

Tabela 1.1: Valores de q(θ) para algumas distribuições eĺıpticas.

Distribuição q(θ) = −2Wg(u)
Normal 1
t de Student (ν + n)/(ν + u)
t de Student generalizada (ν + n)/(γ + u)
Pearson VII 2s/(r + u)
Loǵıstica I 2 tanh(u/2)
Loǵıstica II u1/2 tanh(u1/2/2)
Exponencial potência νuν−1, ν 6= 1

2
Normal contaminada h1(u)/h0(u)a

ahj(u) = 1− δ + δγn/2+je(1−γ)u/2, j = 0, 1

A quantidade qi(θ) = −2Wg(ui) que aparece nas equações (1.6)-(1.7) pode
ser interpretada como um peso e, dado que g(ui) é em geral uma função de-
crescente temos que qi(θ) > 0 para grande parte dos modelos eĺıpticos. Em
particular, para as distribuições t de Student e exponencial potência (ν < 1),
qi(θ) é inversamente proporcional à distância de Mahalanobis. Desse modo,
observações com distâncias ui grandes receberão pesos qi(θ) pequenos, e
portanto o procedimento de estimação em (1.8)-(1.9) tende a produzir esti-
mativas de parâmetros mais robustas contra observações aberrantes do que
o modelo normal. Esta influência é controlada pelos parâmetros associados
à função geradora, g. Tais parâmetros atuam como constantes reguladoras
(ou afinadoras) do procedimento de estimação, que por sua vez corresponde
a um tipo de estimação M (Maronna, 1976; Lange et al., 1989 e Kowalski
et al., 1999).

A estimação dos efeitos aleatórios bi através do modelo linear misto marginal
bem como testes para os componentes de variância são discutidos em Savalli,
Paula e Cysneiros (2006).
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Estimação do Erro Padrão das Estimativas dos Parâmetros

Vários procedimentos podem ser considerados para estimar o erro padrão
dos estimadores de máxima verossimilhança no modelo eĺıptico linear misto.
Neste trabalho estimamos o erro padrão das estimativas de máxima verossimi-
lhança mediante a matriz de informação de Fisher, que assume a forma bloco
diagonal (Lange et al., 1989; Mitchell, 1989)

K(θ) =
(

K(β) 0
0 K(τ )

)
,

em que

K(β) =
M∑

i=1

4dgi

ni
XT

i V −1
i Xi e K(τ ) =

M∑

i=1

Ki(τ ). (1.10)

O elemento (r, s) da matriz Ki(τ ) é dado por

Ki,rs(τ ) =
brsi

4

( 4fgi

ni(ni + 2)
− 1

)
+

2fgi

ni(ni + 2)
tr{V −1

i V̇ i(r)V −1
i V̇ i(s)}

em que dgi = E{W 2
g (Ui)Ui}, fgi = E{W 2

g (Ui)U2
i } com Ui = ||Zi||2, Zi ∼

ECni(0, Ini ; g) e brsi = tr{V −1
i V̇ i(r)} tr{V −1

i V̇ i(s)}. É posśıvel obter
expressões em forma fechada das esperanças dgi e fgi para algumas dis-
tribuições de contornos eĺıpticos.

Exemplos de dgi e fgi para algumas distribuições de contornos eĺıpticos são:

• t de Student com ν > 0 graus de liberdade, tni(µi, V i, ν)

dgi =
ni

4

( ν + ni

ν + ni + 2

)
e fgi =

ni(ni + 2)
4

( ν + ni

ν + ni + 2

)
,

para ν = 1 obtemos dgi e fgi para a distribuição de Cauchy, Cni(µi,V i).

• Exponencial potência, PEni(µi, V i, ν) com parâmetro de forma ν > 0.
Temos que

dgi =
ν2

21/ν

Γ(ni−2
2ν + 2)
Γ(ni

2ν )
e fgi =

ni(ni + 2ν)
4

,

obtemos dgi e fgi para a distribuição normal multivariada Nni(µi, V i),
fazendo ν = 1.
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Porém, para distribuições tais como a normal contaminada ou loǵısticas tipo
I e II o cálculo das integrais dgi e fgi pode ser mais desafiante, sugerimos
então aproximar tais integrais usando técnicas de Monte Carlo ou aproxi-
mações de Laplace.

Neste trabalho, estimamos as matrizes de dispersão para os estimadores de
máxima verossimilhança β̂ e τ̂ usando K−1(β) e K−1(τ ), respectivamente.

1.3 Modelo Linear Misto Hierárquico

Nesta seção descrevemos o uso de algoritmos tipo-EM para estimação por
máxima verossimilhança no modelo linear misto usando distribuições na
classe das misturas de escala normal.

O algoritmo EM (Dempster et al., 1977) é um método bastante popular
para estimação por máxima verossimilhança em modelos com dados incom-
pletos. Uma caracteŕıstica de interesse do algoritmo EM é que os dados
não observáveis podem ser de natureza teórica, fato que tem sido explo-
rado para a obtenção de algoritmos numericamente estáveis para estimação
por máxima verossimilhança usando a classe das misturas de escala normal
(Lange e Sinsheimer, 1993; Jamshidian, 1999).

Seguindo Pinheiro et al. (2001) consideramos algoritmos tipo-EM para es-
timação de parâmetros no modelo linear misto hierárquico definido por (1.3)-
(1.4). Primeiramente, descrevemos um algoritmo ECM (Meng e Rubin,
1993) considerando bi e vi como não observáveis. Posteriormente, apresen-
tamos um algoritmo ECM no modelo marginal obtido a partir da formulação
hierárquica dada em (1.3) ou (1.4).

A densidade marginal de Y i no modelo linear misto hierárquico definido em
(1.4) é dada por

f(yi) =
∫ ∫

f(yi|bi, vi)f(bi|vi) dbi dH(vi),

em que f(yi|bi, vi) e f(bi|vi) denotam as densidades condicionais associadas
a (1.4). Como

f(yi|vi) =
∫

f(yi|bi, vi)f(bi|vi) dbi

= |2πκ(vi)V i|−1/2 exp{−1
2 κ−1(vi)ui}

com ui = (Y i −Xiβ)T V −1
i (Y i −Xiβ) e V i = ZiΨZT

i + Σi,
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a densidade marginal de Y i é

f(yi) = |2πV i|−1/2

∫ ∞

0
{κ(vi)}−ni/2 exp{−1

2 κ−1(vi)ui}dH(vi). (1.11)

Então Y i ∼ SMNni(Xiβ,V i; H), i = 1, . . . , M . Este resultado é impor-
tante pois indica que a partir da formulação hierárquica em (1.4) obtemos
que a distribuição marginal Y i também pertence à classe das misturas de
escala normal. Além disso, este resultado permite em algum sentido, justi-
ficar a modelagem de modelos lineares com efeitos mistos usando (1.2). Por
outro lado, usando (1.11) podemos expressar a densidade marginal de Y i

empregando uma formulação hierárquica como

Y i|vi
ind∼ Nni(Xiβ, κ(vi)V i) e

vi
ind∼ H(vi; ν), i = 1, . . . ,M. (1.12)

O logaritmo da função de verossimilhança de dados observados Y = (Y T
1 , . . . , Y T

M )T

para o modelo linear misto hierárquico é dado por L(θ|Y ) =
∑M

i=1 Li(θ|Y ),
com

Li(θ|Y ) = log
∫ ∞

0
{κ(vi)}−ni/2 exp{−1

2 κ−1(vi)ui}dH(vi)

− 1
2 log |ZiΨZT

i + Σi|+ c. (1.13)

Notamos que a densidade (1.13) pode ser avaliada de forma relativamente
simples, uma vez que somente é requerido resolver uma integral unidimen-
sional. Fato que não é compartilhado por outros modelos lineares com efeitos
mistos para dados não normais. Por exemplo, no caso de modelos lineares
generalizados mistos (veja McCulloch e Searle, 2001. Cap. 8), a densidade
marginal é o resultado de uma integração q-dimensional.

Por outro lado, também é posśıvel utilizar procedimentos de aproximação
tais como o método de Laplace (veja Kass, 1997) para resolver a integral
em (1.13). Veremos na Seção 1.3.3 que para muitos membros da famı́lia
de distribuições de mistura de escala normal a integral em (1.13) pode ser
resolvida analiticamente.

Neste trabalho optamos por abordar a estimação de parâmetros no modelo
linear misto hierárquico usando algoritmos tipo-EM. Nas subseções a seguir
consideramos algoritmos ECM baseados nas equações (1.4) e (1.12).
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1.3.1 Algoritmo ECM quando bi e vi são não observáveis

Seja Y c = (Y T , bT , vT )T o vetor de dados completos, em que Y = (Y T
1 , . . . ,

Y T
M )T representa o vetor de respostas observadas para os M indiv́ıduos,

b = (bT
1 , . . . , bT

M )T denotam os efeitos aleatórios e v = (v1, . . . , vM )T corre-
spondem às variáveis de mistura. Aqui consideramos que (bT ,vT )T é não
observável. O logaritmo da função de verossimilhança para os dados com-
pletos Y c é dado por L(θ|Y c) =

∑M
i=1 Li(θ|Y c), com

Li(θ|Y c) =− 1
2 log |Σi| − κ−1(vi)

2 (Y i −Xiβ −Zibi)TΣ−1
i (Y i −Xiβ −Zibi)

− 1
2 log |Ψ| − κ−1(vi)

2 bT
i Ψ−1bi + log h(vi; ν) + c, (1.14)

em que h(vi;ν) é a função de densidade da variável de mistura com vetor
de parâmetros ν e c denota uma constante.

Usando a representação hierárquica dada em (1.3) temos que a distribuição
de bi condicional a (Y i, vi) segue uma distribuição normal com parâmetros

E(bi|Y i, vi) = ΨZT
i V −1

i (Y i −Xiβ) e

Cov(bi|Y i, vi) = κ(vi) (Ψ−ΨZT
i V −1

i ZiΨ).

Deste modo, a esperança condicional do logaritmo da função de verossimil-
hança para dados completos, também chamada de função Q, para o modelo
(1.4) é

Q(θ|θ̂) = E{L(θ|Y c)|Y , θ̂},
em que Q(θ|θ̂) =

∑M
i=1 Qi(θ|θ̂), com Qi(θ|θ̂) = Q1i(β, α|θ̂) + Q2i(λ|θ̂),

dadas por

Q1i(β,α|θ̂) =− 1
2 log |Σi| − 1

2 trΣ−1
i ZiΩ̂iZ

T
i

− 1
2 κ̂i(Y i −Xiβ −Zib̂i)TΣ−1

i (Y i −Xiβ −Zib̂i), (1.15)

Q2i(λ|θ̂) =− 1
2 log |Ψ| − 1

2 trΨ−1(κ̂ib̂ib̂
T

i + Ω̂i), (1.16)

em que

κ̂i = E(κ−1(vi)|Y i, θ̂), b̂i = E(bi|Y i, θ̂) e Ω̂i = κ−1(vi)Cov(bi|Y i, θ̂).

Deste modo, obtemos

b̂i = Ψ̂ZT
i (ZiΨ̂ZT

i + Σ̂i)−1(Y i −Xiβ̂)

= (Ψ̂
−1

+ ZT
i Σ̂

−1

i Zi)−1ZT
i Σ̂

−1

i (Y i −Xiβ̂) e (1.17)

Ω̂i = Ψ̂− Ψ̂ZT
i (ZiΨ̂ZT

i + Σ̂i)−1ZiΨ̂ = (Ψ̂
−1

+ ZT
i Σ̂

−1

i Zi)−1. (1.18)
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Tipicamente as esperanças condicionais κ̂i dependem das distâncias ui. Note
que

ui(θ̂) = (Y i −Xiβ̂)T (ZiΨ̂ZT
i + Σ̂i)−1(Y i −Xiβ̂)

= b̂
T

i Ψ̂
−1

b̂i + (Y i −Xiβ̂ −Zib̂i)T Σ̂
−1

i (Y i −Xiβ̂ −Zib̂i). (1.19)

Temos então que a distância ui(θ̂) pode ser decomposta em duas outras
distâncias devidas aos efeitos aleatórios estimados b̂i e aos reśıduos ei =
Y i −Xiβ̂ −Zib̂i, respectivamente.

Considere o seguinte algoritmo ECM, que maximiza o logaritmo da função
de verossimilhança iterativamente mediante as etapas resumidas a seguir:

Passo E: a partir de estimativas iniciais para θ = θ̂ e usando (1.17) e
(1.18), calcular b̂i, Ω̂i e κ̂i para i = 1, . . . , M .

Passo CM: maximização da esperança do logaritmo da função de verossimi-
lhança de dados completos, Q(θ|θ̂).

Passo CM-1 : fixando α = α̂ atualizar β̂ como:

β̂(α) =
( M∑

i=1

κ̂iX
T
i Σ̂

−1

i (α)Xi

)−1
M∑

i=1

κ̂iX
T
i Σ̂

−1

i (α)(Y i −Zib̂i).

Passo CM-2 : fixar β = β̂ e atualizar α̂ mediante maximizar Q(θ|θ̂) com
respeito a α

α̂ = arg max
α

{Q1(β̂(α), α|θ̂)}.

Passo CM-3 : atualizar λ̂ mediante maximizar Q(θ|θ̂) com respeito a λ

λ̂ = arg max
λ

{Q2(λ|θ̂)},

em que Q1(β, α|θ̂) =
∑M

i=1 Q1i(β, α|θ̂) e Q2(λ|θ̂) =
∑M

i=1 Q2i(λ|θ̂) com
Q1i(β,α|θ̂) e Q2i(λ|θ̂) dadas em (1.15) e (1.16).

As etapas CM-2 e CM-3 deste algoritmo ECM devem ser resolvidas usando
métodos iterativos. Com este objetivo é posśıvel considerar, por exemplo,
procedimentos quase-Newton.
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1.3.2 Algoritmo ECM quando os bi são integrados

Integrando os efeitos aleatórios em (1.4) ou, equivalentemente, considerando
a formulação hierárquica dada em (1.12), podemos abordar a estimação de
parâmetros no modelo marginal para Y i via um algoritmo tipo-EM. Neste
caso, o vector de dados completos é Y c = (Y T ,vT )T em que as variáveis de
mistura v = (v1, . . . , vM )T são consideradas não observáveis.

O logaritmo da função de verossimilhança para os dados completos Y c as-
sume a forma L(θ|Y c) =

∑M
i=1 Li(θ|Y c), com

Li(θ|Y c) =− 1
2 log |V i| − κ−1(vi)

2 (Y i −Xiβ)T V −1
i (Y i −Xiβ)

+ log h(vi; ν) + c, (1.20)

em que, como anteriormente, h(vi; ν) é a função de densidade da variável
de mistura, c representa uma constante e V i = ZiΨZT

i + Σi.

A Q-função no modelo definido por (1.12) assume a forma Q(θ|θ̂) =
∑M

i=1 Qi(θ|θ̂)
com

Qi(θ|θ̂) = −1
2 log |V i| − 1

2 κ̂i(Y i −Xiβ)T V −1
i (Y i −Xiβ), (1.21)

em que κ̂i = E(κ−1(vi)|Y i, θ̂), para i = 1, . . . ,M . Desde que

b̂i = E(bi|Y i, θ̂) = Ψ̂ZT
i V̂

−1

i (Y i −Xiβ̂), i = 1, . . . ,M,

podemos calcular eficientemente as distâncias ui(θ̂) mediante (1.19) que por
sua vez permite avaliar os pesos κ̂i de forma simples.

Deste modo, um algoritmo ECM para estimação de parâmetros no modelo
definido por (1.12) é dado pelas duas etapas resumidas a seguir:

Passo E: usando estimativas iniciais para θ = θ̂, obter κ̂i, i = 1, . . . ,M .

Passo CM: atualizar θ̂ = (β̂
T
, α̂T , λ̂

T
)T mediante maximizar Q(θ|θ̂) com

respeito a β, α e λ
θ̂ = arg max

θ
{Q(θ|θ̂)}.

Observamos de (1.21) que a etapa CM do algoritmo ECM dado acima é
equivalente à estimação por máxima verossimilhança no modelo linear misto
sob normalidade com a inclusão de pesos κ̂i para cada indiv́ıduo. Pinheiro
et al. (2001) notam que este algoritmo ECM pode ser implementado usando
as facilidades de softwares tal como o procedimento Proc MIXED do SAS
ou a função para S-Plus lme da biblioteca nlme.
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1.3.3 Esperanças condicionais para os algoritmos tipo-EM

No passo E dos algoritmos ECM considerados nas Seções 1.3.1 e 1.3.2
requer-se o cálculo dos pesos κ̂i = E(κ−1(vi)|Y i, θ̂). A seguir apresenta-
mos fórmulas de κ̂i para algumas distribuições de mistura de escala normal
freqüentemente utilizadas.

Usando (1.5), a forma geral para a esperança condicional, E(κ−1(v)|Y ) é
dada por

E(κ−1(v)|Y ) =

∫∞
0 {κ(v)}−(n/2+1) exp{−κ−1(v)u/2}dH(v)∫∞

0 {κ(v)}−n/2 exp{−κ−1(v)u/2}dH(v)
. (1.22)

Esta esperança da distribuição a posteriori da função κ−1(v) em (1.22) pode
ser avaliada usando, por exemplo, o método de Laplace (veja Kass, 1997).
Contudo, para muitas distribuições na classe das misturas de escala normal
é posśıvel obter expressões em forma fechada para (1.22).

Distribuição t de Student generalizada. A distribuição t de Student ge-
neralizada, Gtn(µ, V , ν, γ), ν, γ > 0 pertence à classe das misturas de escala
normal com κ(v) = 1/v e V ∼ Gama(ν/2, γ/2), em que H(v) tem densidade

h(v; ν) =
(γ/2)ν/2vν/2−1

Γ(ν/2)
exp(−1

2γv), ν = (ν, γ)T ,

deste modo a esperança condicional em (1.22) fica dada por

E(κ−1(v)|Y ) =
ν + n

γ + u
.

Note que a distribuição t de Student é recuperada quando γ = ν. Pinheiro
et al. (2001) utilizam a distribuição t de Student para modelagem robusta no
modelo linear com efeitos mistos atribuindo pesos às observações mediante
a esperança condicional E(κ−1(v)|Y ) = (ν + n)/(ν + u).

Distribuição Slash. Para a distribuição slash (Rogers e Tukey, 1972; Lange
e Sinsheimer, 1993), temos que κ(v) = 1/v e a variável de mistura tem
densidade

h(v; ν) = νvν−1, 0 < v ≤ 1 e ν > 0.

Considere a seguinte função gama incompleta:

G(a, b) =
∫ 1

0
ra−1e−br dr.
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Logo, a esperança E(κ−1(v)|Y ) para a distribuição slash fica dada por

E(κ−1(v)|Y ) =
G(n/2 + ν + 1, u/2)

G(n/2 + ν, u/2)
.

Seja Px(a, b) a função de distribuição de uma variável aleatória Gama(a, b),
isto é

Px(a, b) =
ba

Γ(a)

∫ x

0
ra−1e−br dr,

deste modo é posśıvel avaliar a esperança condicional em (1.22) usando as
facilidades dos pacotes estat́ısticos (veja Jamshidian, 1999) como

E(κ−1(v)|Y ) =
(n + 2ν

u

)P1(n/2 + ν + 1, u/2)
P1(n/2 + ν, u/2)

.

Distribuição Normal Contaminada. No caso da distribuição normal con-
taminada multivariada, CNn(µ, V , δ, γ), 0 ≤ δ ≤ 1 e 0 < γ < 1 (Little,
1988), temos que κ(v) = 1/v e a variável de mistura discreta V tem função
de probabilidade

h(v; ν) =
{

δ, se v = γ,
1− δ, se v = 1,

em que ν = (δ, γ)T . A esperança em (1.22) para esta distribuição resulta
em

E(κ−1(v)|Y ) =
1− δ + δγn/2+1e(1−γ)u/2

1− δ + δγn/2e(1−γ)u/2
.

Distribuição Exponencial Potência. É posśıvel caracterizar a distribuição
exponencial potência na classe de misturas de escala normal (West, 1987;
Lange e Sinsheimer, 1993) para 0 < ν ≤ 1, em que a variável de mistura
corresponde a uma distribuição estável positiva, SP (a) de ı́ndice a, 0 < a < 1
(veja West, 1987 e Chen e Dey, 1998). Deste modo, em lugar de avaliar (1.22)
adotamos o enfoque sugerido por Lange e Sinsheimer (1993, Sec. 3).

Escrevemos a densidade exponencial potência como

|2πV |−1/2 exp{−η(u)/2},

em que η(u) = uν + n log 2πcn e cn é a constante de padronização. Logo
η′(u) corresponde a E(κ−1(u)|Y ), obtendo-se

η′(u) = νuν−1, em que u 6= 0 e ν 6= 1
2 .
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Estimação do Erro Padrão das Estimativas de Parâmetros

A partir da equação (1.11) e usando a representação das misturas de escala
normal dada em Lange e Sinsheimer (1993) podemos considerar

t(ui) = −2 log
∫ ∞

0
{κ(vi)}−ni/2 exp{−κ−1(vi)

2 ui}dH(vi).

Agora, analogamente ao caso marginal definimos Wt(u) = −1
2 t′(u) e faze-

mos dti = E{W 2
t (Ui)Ui}, fti = E{W 2

t (Ui)U2
i } com Ui = ||Zi||2, Zi ∼

ECni(0, Ini ; g
∗) em que g∗(u) = (2π)−ni/2 exp(−1

2 t(u)). Desse modo pode-
mos utilizar a expressão da matriz de informação de Fisher dada em (1.10)
para obter uma estimação da matriz de dispersão para o estimador de
máxima verossimilhança θ̂.

1.4 Considerações Computacionais

Nesta seção revisamos alguns elementos computacionais relativos aos algorit-
mos tipo-EM considerados previamente. O principal interesse é apresentar
formas eficientes para a estimação de parâmetros no modelo linear misto
hierárquico. Este objetivo é alcançado mediante utilizar decomposições ma-
triciais. Nossa exposição segue algumas idéias e notação usadas em Bates e
Pinheiro (1998) e Bates e DebRoy (2004).

Para eficiência computacional consideramos o modelo hierárquico dado em
(1.3)-(1.4) tal que Y i|bi, vi ∼ Nni(Xiβ + Zibi, κ(vi)φI) e fatoramos φ > 0
como Ψ = φD. A seguir decompomos a matriz de precisão D−1(λ) usando
um fator raiz-quadrada, como

D−1 = ∆T∆. (1.23)

O fator ∆ = ∆(λ) pode ser obtido usando, por exemplo, a decomposição
Cholesky (Golub e van Loan, 1996. Cap. 4). Notamos que no modelo
hierárquico (1.3)-(1.4) a matriz Ψ(λ) deve ser positiva definida. De fato a de-
composição em (1.23) permite estimar λ assegurando tal restrição. Usando
as parametrizações discutidas em Pinheiro e Bates (1996) podemos expressar
∆ como função de λ e deste modo simplificar o procedimento de otimização.

Note que, quando os efeitos aleatórios bi e as variáveis de mistura vi são con-
siderados não observáveis, o logaritmo da função de verossimilhança de da-
dos completos para θ = (βT , φ, λT )T , resulta em L(θ|Y c) =

∑M
i=1 Li(θ|Y c),
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em que

Li(θ|Y c) =− ni+q
2 log φ− κ−1(vi)

2φ (Y i −Xiβ −Zibi)T (Y i −Xiβ −Zibi)

− 1
2 log |D| − κ−1(vi)

2φ bT
i D−1bi + log h(vi; ν) + c,

agora, como |D|−1 = |∆|2, temos que

Li(θ|Y c) =− ni+q
2 log φ− κ−1(vi)

2φ ||Y i −Xiβ −Zibi||2

+ log |∆| − κ−1(vi)
2φ ||∆bi||2 + log h(vi; ν) + c.

Deste modo Q(θ|θ̂) =
∑M

i=1 Qi(θ|θ̂), em que Qi(θ|θ̂) = Q1i(β, φ|θ̂) +
Q2i(λ, φ|θ̂), com

Q1i(β, φ|θ̂) =− ni+q
2 log φ− 1

2φ trZiΩ̂iZ
T
i − 1

2φ κ̂i||Y i −Xiβ −Zib̂i||2 e

Q2i(λ, φ|θ̂) = log |∆| − 1
2φ tr∆(κ̂ib̂ib̂

T

i + Ω̂i)∆T .

Analogamente a (1.17) e (1.18), temos que

b̂i = (D̂
−1

+ ZT
i Zi)−1ZT

i (Y i −Xiβ̂)

= (∆̂
T
∆̂ + ZT

i Zi)−1ZT
i (Y i −Xiβ̂)

e
Ω̂i = φ̂ (D̂

−1
+ ZT

i Zi)−1 = φ̂ (∆̂
T
∆̂ + ZT

i Zi)−1.

Podemos tornar eficiente o procedimiento de estimação mediante avaliar as
expressões anteriores usando uma decomposição ortogonal-triangular, fre-
quentemente conhecida como decomposição QR (Golub e van Loan, 1996.
Cap. 5), da forma

(Zi,Xi) = Q(i)




R11(i) R12(i)

0 R22(i)

0 0


 , (1.24)

para ni ≥ p + q, em que Q(i) é matriz ortogonal ni × ni, R11(i) e R22(i)

são matrizes triangulares superiores q × q e p× p, respectivamente e R12(i)

é matriz q × p. Em (1.24) também podemos supor que posto(Zi) = q, em
cujo caso R11(i) é matriz não-singular. Aplicando o fator ortogonal a Y i

obtemos
QT

(i)Y i = (cT
1(i), c

T
2(i), c

T
3(i))

T .
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A decomposição anterior pode ser agrupada na matriz aumentada

(Zi, Xi,Y i) = Q(i)




R11(i) R12(i) c1(i)

0 R22(i) c2(i)

0 0 c3(i)


 . (1.25)

Para introduzir idéias, considere decompor a matriz de produtos cruzados
(Zi, Xi,Y i)T (Zi, Xi,Y i) como




ZT
i Zi ZT

i Xi ZT
i Y i

XT
i Zi XT

i Xi XT
i Y i

Y T
i Zi Y T

i Xi Y T
i Y i


 = GT

(i)G(i),

em que G(i) corresponde ao fator triangular dado em (1.25). Logo, podemos
notar que o fator Cholesky T (i) da seguinte decomposição:




ZT
i Zi + D−1 ZT

i Xi ZT
i Y i

XT
i Zi XT

i Xi XT
i Y i

Y T
i Zi Y T

i Xi Y T
i Y i


 = T T

(i)T (i)

é equivalente ao fator triangular da decomposição ortogonal-triangular,



∆(λ) 0 0
R11(i) R12(i) c1(i)

0 R22(i) c2(i)

0 0 c3(i)


 = S(i)




T 11(i) T 12(i) t13(i)

0 T 22(i) t23(i)

0 0 t33(i)

0 0 0




= S(i)

(
T (i)

0

)
. (1.26)

Portanto, temos que

||Y i −Xiβ −Zibi||2 + ||∆bi||2 = aT T T
(i)T (i)a = ||T (i)a||2

= ||t13(i) − T 12(i)β − T 11(i)bi||2 + ||t23(i) − T 22(i)β||2 + t233(i)

para a = (−bT
i ,−βT , 1)T .

A partir de estimativas iniciais para θ, e usando a decomposição em (1.26)
podemos avaliar as distâncias ui(θ̂) dadas em (1.19), como

ui(θ̂) =
1

φ̂
{||Y i −Xiβ̂ −Zib̂i||2 + ||∆̂b̂i||2}

=
1

φ̂
{||t13(i) − T 12(i)β̂ − T 11(i)b̂i||2 + ||t23(i) − T 22(i)β̂||2 + t233(i)}.

(1.27)
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Por outro lado, temos que

b̂i = (∆̂
T
∆̂ + ZT

i Zi)−1ZT
i (Y i −Xiβ̂)

= (T T
11(i)T 11(i))

−1T T
11(i)(t13(i) − T 12(i)β̂)

= T−1
11(i)(t13(i) − T 12(i)β̂),

ou seja, b̂i = E(bi|Y i, θ̂) pode ser obtido eficientemente como a solução do
sistema triangular

T 11(i) b̂i = t13(i) − T 12(i)β̂, (1.28)

também temos que

Ω̂i = φ̂ (∆̂
T
∆̂ + ZT

i Zi)−1 = φ̂T−1
11(i)T

−T
11(i). (1.29)

Seja

R̃11(i) =
(

R11(i)

0

)
, R̃10(i) =

(
R12(i)

R22(i)

)

e c̃1(i) = (cT
1(i), c

T
2(i))

T , c̃0(i) = c3(i). Deste modo a decomposição em (1.25),
resulta em

(Zi,Xi, Y i) = Q(i)

(
R̃11(i) R̃10(i) c̃1(i)

0 0 c̃0(i)

)
.

Defina a resposta de trabalho como w(i) = c̃1(i)−R̃11(i)b̂i, para i = 1, . . . ,M .
Note que a estimativa β̂ da etapa CM-1 do algoritmo ECM dado na Seção
1.3.1 é equivalente à solução do sistema triangular

R00β̂ = c0, (1.30)

em que R00 e c0 são obtidos a partir da decomposição QR,



√
κ̂1 R̃10(1)

√
κ̂1 w(1)

...
...√

κ̂M R̃10(M)

√
κ̂M w(M)


 = Q0

(
R00 c0

0 c−1

)
. (1.31)

Para β = β̂ e λ = λ̂ fixados, temos que o estimador de φ é dado por

φ̂ =
1

N + Mq

M∑

i=1

{tr(ZiΩ̂iZ
T
i +∆̂Ω̂i∆̂

T
)+κ̂i(||Y i−Xiβ̂−Zib̂i||2+||∆̂b̂i||2)},
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em que N =
∑M

i=1 ni denota o número total de observações.

Na etapa CM-3 do algoritmo ECM da Seção 1.3.1 é requerido maximizar
Q2(λ, φ|θ̂) com respeito a λ para φ = φ̂ fixado. Temos que

Q2(λ, φ̂|θ̂) = M log |∆| − 1

2φ̂
tr∆{∑M

i=1(κ̂ib̂ib̂
T

i + Ω̂i)}∆T

com ∆ = ∆(λ). A soma
∑M

i=1(κ̂ib̂ib̂
T

i + Ω̂i) é fixa na etapa CM-3 neste
algoritmo ECM e pode ser avaliada de forma eficiente usando a seguinte
decomposição ortogonal-triangular:




√
κ̂1 b̂

T

1√
φ̂ T−T

11(1)
...√

κ̂M b̂
T

M√
φ̂T−T

11(M)




= Qb

(
Rb

0

)

com Qb matriz ortogonal de orden M(q +1) e Rb matriz triangular superior
q × q. Deste modo obtemos,

Q2(λ, φ̂|θ̂) = M log |∆| − 1

2φ̂
tr∆RT

b Rb∆T .

Sugerimos otimizar Q2(λ, φ̂|θ̂) usando um método secante multivariado (Den-
nis e Schnabel, 1996. Cap. 9). Este algoritmo minλ{−Q2(λ, φ̂|θ̂)} mediante
a iteração

λ(k+1) = λ(k) + δkpk, k = 0, 1, . . . , (1.32)

em que pk representa uma direção de busca, definida como

pk = −HkQ̇2(λ
(k))

com Hk sendo uma aproximação da inversa da matriz hessiana Q̈2(λ)
dada pela atualização BFGS, Q̇2(λ

′) = ∂Q2(λ, φ̂|θ̂)/∂λ|λ=λ′ e δk denota
o tamanho do passo. O vetor gradiente Q̇2(λ) requerido para o método tem
elementos dados por

Q̇2(j) = M tr∆−1∆̇(j)− 1

2φ̂
tr ∆̇(j)RT

b Rb∆T − 1

2φ̂
tr∆RT

b Rb∆̇
T
(j),

em que ∆̇(j) = ∂∆(λ)/∂λj , para j = 1, . . . , d.
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As equações (1.27) a (1.29) apresentam maneiras extremamente eficientes
para calcular a etapa E para os algoritmos ECM das Seções 1.3.1 e 1.3.2.
De fato, a etapa E apresenta-se de baixo custo computacional e, deste modo,
podemos executar a etapa E antes de cada etapa CM obtendo um algoritmo
ECM multiciclo (Meng e Rubin, 1993).

A seguir apresentamos a (r+1)-ésima etapa da versão multiciclo do algoritmo
ECM dado na Seção 1.3.1, usando os métodos computacionais descritos
acima.

Algoritmo 1

Aplicar a decomposição (1.25) a (Zi, Xi,Y i) para i = 1, . . . , M .

Passo E: usando estimativas da r-ésima etapa, θ̂ = θ(r) calcular b̂i, Ω̂i

usando (1.28) e (1.29), obter ui(θ̂) como

ui(θ̂) =
1

φ̂
{||t23(i) − T 22(i)β̂||2 + t233(i)}

e avaliar κ̂i = E(κ−1(vi)|Y i, θ̂) usando as expressões desenvolvidas na Seção
1.3.3 para alguma mistura de escala normal particular.

Passo CM multiciclo: maximização da esperança do logaritmo da função
de verossimilhança de dados completos, Q(θ|θ̂) usando uma seqüência de
passos CM.

Passo CM-1 : atualizar β(r+1) como a solução do sistema

R00β
(r+1) = c0,

em que R00 e c0 são obtidos da decomposição em (1.31).

Passo E : executar o passo E com θ̂ = (β(r+1)T
, φ(r), λ(r)T

)T .

Passo CM-2 : fixar β̂ = β(r+1), λ̂ = λ(r) e atualizar φ(r+1) como

φ(r+1) =
1

N + Mq

{
Mq φ(r) +

M∑

i=1

κ̂i(||t23(i)−T 22(i)β
(r+1)||2 + t233(i))

}
.

30



Passo E : executar o passo E com θ̂ = (β(r+1)T
, φ(r+1), λ(r)T

)T .

Passo CM-3 : fixar φ̂ = φ(r+1) e atualizar λ(r+1) mediante

λ(r+1) = arg min
λ

{−Q2(λ, φ(r+1)|θ̂)}. (1.33)

Resolvemos o subproblema (1.33) usando (1.32). Inicializamos o algo-
ritmo dado em (1.32) por meio de λ(r). Seja λ∗ o valor de convergência
da seqüência definida por (1.32), deste modo tomamos λ(r+1) = λ∗.

Então, fazer θ(r) = (β(r+1)T
, φ(r+1), λ(r+1)T

)T e voltar à etapa E. O algo-
ritmo ECM itera entre os passos E e CM até que a seqüência θ(r) atinja a
convergência.

A seguir integramos os efeitos aleatórios a fim de obter a densidade marginal
f(yi). O objetivo agora é expressar esta densidade marginal usando uma
formulação hierárquica como em (1.12), permitindo assim apresentar um en-
foque eficiente para estimação de parâmetros usando uma versão multiciclo
do algoritmo ECM considerado na Seção 1.3.2. A partir dos procedimentos
computacionais discutidos anteriormente temos que

f(yi|vi) =
|∆|

{2πφκ(vi)}−ni/2
exp{−κ−1(vi)

2φ (||t23(i) − T 22(i)β||2 + t233(i))}

×
∫
{2πφκ(vi)}−q/2 exp{−κ−1(vi)

2φ ||t13(i) − T 12(i)β − T 11(i)bi||2}dbi.

(1.34)

Notando que T 11(i) é uma matriz não singular, podemos considerar a seguinte
mudança de variáveis:

gi =
κ−1/2(vi)√

φ
(t13(i) − T 12(i)β − T 11(i)bi)

cujo diferencial é dado por dgi = −{κ−1(vi)/φ}1/2T 11(i) dbi, agora como
|T 11(i)|2 = |ZT

i Zi+∆T∆| e devido a que posto(Zi) = q, temos que a matriz
ZT

i Zi +∆T∆ é positiva definida, e portanto o Jacobiano da transformação
resulta em

|J(bi → gi)| =
{κ−1(vi)

φ

}q/2
|T 11(i)|.
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Logo, a integral em (1.34) é dada por
∫
{2πφκ(vi)}−q/2 exp{−κ−1(vi)

2φ ||t13(i) − T 12(i)β − T 11(i)bi||2}dbi

=
1

|T 11(i)|
∫

(2π)−q/2 exp(−1
2 ||gi||2) dgi

= 1/|T 11(i)|.

Finalmente, obtemos que a densidade marginal f(yi) assume a forma

f(yi) = (2πφ)−ni/2 |∆|
|T 11(i)|

×
∫ ∞

0
{κ(vi)}−ni/2 exp{−κ−1(vi)

2φ (||t23(i) − T 22(i)β||2 + t233(i))}dH(vi).

(1.35)

Como |T 11(i)|2 = |ZT
i Zi + ∆T∆|, então o fator em (1.35) resulta em

|∆|/|T 11(i)| = |ZiDZT
i +Ini |−1/2, e portanto a densidade marginal derivada

acima é equivalente à apresentada em (1.11).

Seja u?
i (θ) = (||t23(i) − T 22(i)β||2 + t233(i))/φ e V ?

i = ZiDZT
i + Ini , para

i = 1, . . . ,M , então (1.35) pode ser escrito como

f(yi) = |2πφV ?
i |−1/2

∫ ∞

0
{κ(vi)}−ni/2 exp{−1

2 κ−1(vi)u?
i }dH(vi).

Considere agora

ti =
(

t23(i)

t33(i)

)
e U i =

(
T 22(i)

0

)
, i = 1, . . . ,M.

Logo, temos que u?
i (θ) = ||ti −U iβ||2/φ, para i = 1, . . . , M . Deste modo a

densidade marginal em (1.35) pode ser formulada usando a seguinte estru-
tura hierárquica:

ti|vi
ind∼ Nni(U iβ, φκ(vi)V ?

i ) e

vi
ind∼ H(vi;ν), i = 1, . . . , M.

A função Q associada assume a forma Q(θ|θ̂) =
∑M

i=1 Qi(θ|θ̂), em que

Qi(θ|θ̂) = −ni
2 log φ− 1

2 log |V ?
i | − 1

2φ κ̂i||ti −U iβ||2 (1.36)
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e κ̂i = E(κ−1(vi)|ti, θ̂), para i = 1, . . . , M . Não obstante, computacional-
mente é prefeŕıvel escrever Qi(θ|θ̂) como

Qi(θ|θ̂) = −ni
2 log φ + log

( |∆|
|T 11(i)|

)
− 1

2φ κ̂i(||t23(i) − T 22(i)β||2 + t233(i)).

Considere a seguinte decomposição QR:


√
κ̂1 T 22(1)

√
κ̂1 t23(1)

...
...√

κ̂M T 22(M)

√
κ̂M t23(M)


 = Q?

0

(
T 00 t0

0 t−1

)
, (1.37)

logo a função Q em (1.36) pode ser expressa como

Q(θ|θ̂) =− N
2 log φ− 1

2φ {||t−1||2 + ||t0 − T 00β||2 +
M∑

i=1

κ̂i t
2
33(i)}

+
M∑

i=1

log
( |∆|
|T 11(i)|

)
. (1.38)

Podemos perfilar a função Q obtendo expressões expĺıcitas para β̂ e φ̂ condi-
cionais ao valor de λ e deste modo tornar mais simples o passo CM do
algoritmo ECM apresentado na Seção 1.3.2. Adicionalmente, isto permite
escrever uma versão multiciclo de tal algoritmo.

Para T 00 não singular, o valor para β que maximiza Q(θ|θ̂) em (1.38) sa-
tisfaz o sistema triangular

T 00β̂(λ) = t0.

Substituindo β̂(λ) em (1.38) obtemos que Q(θ|θ̂) é maximizada com relação
a φ para

φ̂(λ) =
1
N

{
||t−1||2 +

M∑

i=1

κ̂i t
2
33(i)

}
.

Deste modo a função Q perfilada assume a forma

Q(λ|θ̂) = Q(β̂(λ), φ̂(λ), λ|θ̂) = c?− N
2 log φ̂(λ)+

M∑

i=1

log
( |∆|
|T 11(i)|

)
, (1.39)

em que c? representa uma constante.

Finalmente, apresentamos a (r+1)-ésima etapa da versão multiciclo do al-
goritmo ECM dado na Seção 1.3.2 usando os procedimentos descritos ante-
riormente.
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Algoritmo 2

Aplicar a decomposição (1.25) a (Zi, Xi,Y i), para i = 1, . . . , M .

Passo E: usando estimativas da r-ésima etapa, θ̂ = θ(r) calcular u?
i (θ̂)

como
u?

i (θ̂) =
1

φ̂
{||t23(i) − T 22(i)β̂||2 + t233(i)}

e avaliar κ̂i = E(κ−1(vi)|ti, θ̂), para i = 1, . . . ,M , usando as expressões de-
senvolvidas na Seção 1.3.3 para alguma mistura de escala normal particular.

Passo CM multiciclo: maximização da esperança do logaritmo da função
de verossimilhança de dados completos, Q(θ|θ̂) usando uma seqüência de
passos CM.

Passo CM-1 : atualizar β(r+1) como a solução do sistema

T 00β
(r+1) = t0,

em que T 00 e t0 são obtidos da decomposição em (1.37).

Passo E : executar o passo E com θ̂ = (β(r+1)T
, φ(r), λ(r)T

)T .

Passo CM-2 : fixar β̂ = β(r+1), λ̂ = λ(r) e atualizar φ(r+1) como

φ(r+1) =
1
N

{
||t−1||2 +

M∑

i=1

κ̂i t
2
33(i)

}
.

Passo E : executar o passo E com θ̂ = (β(r+1)T
, φ(r+1), λ(r)T

)T .

Passo CM-3 : fixar β̂ = β(r+1), φ̂ = φ(r+1) e atualizar λ(r+1) como

λ(r+1) = arg min
λ

{−Q(λ|θ̂)},

em que Q(λ|θ̂) é dada em (1.39).

Então, fazer θ(r) = (β(r+1)T
, φ(r+1), λ(r+1)T

)T e voltar à etapa E. Este al-
goritmo itera entre os passos E e CM até que a seqüência θ(r) atinja con-
vergência.
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As decomposições matriciais consideradas nesta seção provêm de métodos
eficientes para estimação de parâmetros no modelo linear misto hierárquico,
permitindo avaliar de forma simples e rápida as expressões envolvidas nos
algoritmos tipo-EM considerados. Além de reduzir a dimensão das quanti-
dades que devem ser manipuladas e armazenadas.

Com efeito, (1.25) corresponde a uma pré-decomposição que é executada
somente em uma ocasião e pode ser armazenada na matriz de dados original




Z1 X1 Y 1
...

...
...

ZM XM Y M


 .

Por outro lado, a decomposição (1.26) é calculada no ińıcio de cada passo E,
note porém que não é requerido armazenar muitas das matrizes envolvidas
nesta decomposição.

O algoritmo 1 desta seção requer o armazenamento de ui(θ̂) e κ̂i assim como
de b̂i e T 11(i) para i = 1, . . . , M , com motivo de avaliar Q2(λ, φ̂|θ̂) na etapa
CM-3. Adicionalmente, esta versão multiciclo requer o armazenamento de
t23(i), T 22(i) e t33(i), i = 1, . . . , M , que pode ser liberado antes da etapa CM-
3. Notamos que este algoritmo sem a modificação multiciclo não precisa de
armazenamento para t23(i), T 22(i) e t33(i).

No caso do algoritmo 2 apresentado nesta seção somente é requerido ar-
mazenar t23(i), T 22(i) e t33(i), i = 1, . . . , M , para a atualização de β̂ e φ̂
nas etapas CM-1 e CM-2, respectivamente, assim como para os passos E na
versão multiciclo. Apreciamos também que o espaço armazenado pode ser
liberado antes da etapa CM-3. Note que fica fácil avaliar a função Q(λ|θ̂)
dada em (1.39), uma vez que ∆ e T 11(i) são matrizes triangulares e portanto
seu determinante é o produto de seus elementos diagonais, permitindo deste
modo simplificar o procedimento de otimização requerido na etapa CM-3.

Finalmente, a estrutura geral apresentada em (1.3)-(1.4) pode ser recuper-
ada usando um fator raiz-quadrada de Σ?

i como Σ?
i = Σ?1/2

i Σ?1/2

i com
Σi = φΣ?

i em que Σ?
i representa uma versão escalada de Σi e deve-se

considerar

Y ?
i = Σ?−1/2

i Y i, X?
i = Σ?−1/2

i Xi e Z?
i = Σ?−1/2

i Zi,
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deste modo, obtemos que

Y ?
i |bi, vi

ind∼ Nni(X
?
i β + Z?

i bi, φκ(vi)I), bi|vi
ind∼ Nq(0, φκ(vi)D) e

vi
ind∼ H(vi;ν), i = 1, . . . , M,

seguem a formulação hierárquica utilizada no desenvolvimento das expressões
computacionais derivadas nesta seção. Note que o Jacobiano da trans-
formação resulta em |J(Y i → Y ?

i )| = |Σ?−1/2

i |. Logo, considerando o
seguinte vetor de dados completos Y ?

c = (Y ?T
, bT , vT )T com Y ?T

= (Y ?T

1 ,

. . . ,Y ?T

M )T , b = (bT
1 , . . . , bT

M )T e v = (v1, . . . , vM )T , obtemos

L(θ|Y c) = −
M∑

i=1

log |Σ?1/2

i |+ L(θ|Y ?
c)

que é equivalente à equação apresentada em (1.14).

1.4.1 Implementação

Os procedimentos computacionais descritos neste caṕıtulo formam a base de
uma biblioteca para S-Plus, roblme para o ajuste de modelos lineares com
efeitos mistos hierárquico usando a classe das misturas de escala normal.

A biblioteca roblme utiliza as facilidades das rotinas numéricas dispońıveis
em Blas (Lawson, Hanson, Kincaid e Krogh, 1979; Dongarra, DuCroz,
Hammarling e Hanson, 1988 e Dongarra, DuCroz, Hammarling e Duff, 1990)
para operações matriciais básicas e Linpack (Dongarra, Bunch, Moler e
Stewart, 1979) para as decomposições matriciais e solução de equações line-
ares. O código fonte em S, C e Fortran da biblioteca roblme está dispońıvel
em http://www.ime.usp.br/∼osorio/roblme/.
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Caṕıtulo 2

Diagnósticos de Influência

O objetivo deste caṕıtulo é desenvolver diagnósticos de influência para o mo-
delo eĺıptico linear misto apresentado no caṕıtulo anterior. Aplicamos o método
de influência local proposto por Cook (1986) e Zhu e Lee (2001) sob diversos
esquemas de perturbação no modelo linear com efeitos mistos considerando dis-
tribuições de contornos eĺıpticos seguindo as formulações marginal e hierárquica
discutidas no Caṕıtulo 1. A partir da proposta de Wei, Hu e Fung (1998)
aplicamos o método de alavanca para modelos com dados incompletos. As
quantidades requeridas nos procedimentos de diagnóstico considerados neste
caṕıtulo são calculadas eficientemente usando a metodologia de diferenciação
matricial descrita em Magnus e Neudecker (1988).

2.1 Introdução

Em estudos de modelagem estat́ıstica, uma etapa de reconhecida importância
corresponde à validação das suposições do modelo mediante estudos de sen-
sibilidade. Cook (1986) propôs um enfoque geométrico para a verificação das
suposições do modelo assim como a identificação de dados aberrantes e/ou
influentes, por meio de estudar o efeito de introduzir pequenas perturbações
no modelo (ou dados) usando uma medida de influência apropriada. Esta
etapa permite sugerir modelos que reagem de forma adequada ao tipo de
perturbação introduzida, assim como considerar algum procedimento alter-
nativo de estimação.

A técnica de influência local tem se constitúıdo numa ferramenta útil para
realizar análises de sensibilidade de modelos estat́ısticos e tem sido sido
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amplamente utilizada em modelos de regressão linear e não-linear. Em par-
ticular, para modelos lineares com efeitos mistos, Beckman, Nachtsheim e
Cook (1987) aplicam este método para detectar observações influentes num
modelo linear misto com erros normais e ênfase na influência de observações
individuais. Por outro lado, Lesaffre e Verbeke (1998) consideram a in-
fluência local em modelos lineares mistos normais sob o esquema de pon-
deração de casos e mais recentemente Lee e Xu (2004) estudam a influência
local em modelos com efeitos mistos não-lineares sob normalidade. Exem-
plos da aplicação do método de influêcia local em modelos lineares mistos
não normais são descritos em Ouwens, Tan e Berger (2001) e Zhu e Lee
(2003) que estudam a influência em modelos lineares generalizados mistos.

Diagnóstico de influência em modelos eĺıpticos lineares e não-lineares tem
sido discutido por diversos autores. Por exemplo, Galea, Paula e Bolfarine
(1997), Liu (2000) e Galea, Paula e Uribe-Opazo (2003) consideram estudos
de influência em modelos de regressão linear univariados. Galea, Paula e
Cysneiros (2005) estendem influência local para modelos não-lineares uni-
variados considerando vários esquemas de perturbação e Liu (2002) e Dı́az-
Garćıa, Galea e Leiva-Sánchez (2003) discutem diagnósticos de influência
em modelos eĺıpticos lineares multivariados. Contudo, pouco tem sido in-
vestigado a respeito da obtenção de medidas de influência local em modelos
eĺıpticos lineares com efeitos mistos.

O principal interesse de estudar diagnóstico de influência em modelos eĺıpticos
com efeitos mistos vem do fato de que a classe eĺıptica é rica em distribuições
com caudas mais pesadas do que a normal e deste modo pode acomodar me-
lhor observações aberrantes. Contudo, ainda esses modelos podem sofrer o
efeito de observações influentes, havendo portanto a necessidade de realizar
estudos de sensibilidade nesta classe. Por outro lado, esses procedimentos
também permitem selecionar modelos dentro da classe eĺıptica que se com-
portam adequadamente ante o tipo de perturbação considerada.

Consideramos o procedimento de influência local (Cook, 1986; Zhu e Lee,
2001) sob diferentes esquemas de perturbação assim como o método de ala-
vancas generalizadas (Wei, Hu e Fung, 1998). Nas seções a seguir apresen-
tamos um breve resumo de cada uma dessas metodologias.

2.2 Influência Local

O objetivo do método de influência local é investigar o comportamento de
alguma medida de influência T (ω) quando pequenas perturbações são in-
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troduzidas no modelo (ou dados) por meio de um vetor de perturbação
ω ∈ Ω ⊂ Rq. Neste trabalho, usamos medidas de influência baseadas na
função de verossimilhança, como: o afastamento da verossimilhança e a
função Q-afastamento (Zhu e Lee, 2001) para estudar a influência no mo-
delo linear misto marginal e hierárquico, respectivamente.

Seja L(θ|ω) o logaritmo da função de verossimilhança perturbada. Assume-
se que o modelo não perturbado é encaixado no modelo perturbado, isto é,
existe ω0 ∈ Ω (vetor de não perturbação) tal que L(θ|ω0) = L(θ). Con-
sidere θ̂ω a estimativa de máxima verossimilhança sob o modelo perturbado.
Uma maneira de determinar a influência de uma perturbação particular na
estimativa de máxima verossimilhança é comparar θ̂ e θ̂ω segundo alguma
medida de influência T (ω) conforme ω varia em Ω.

Para modelos baseados na função de verossimilhança, Cook (1986) sugere
considerar o afastamento da verossimilhança

LD(ω) = 2{L(θ̂)− L(θ̂ω)}, (2.1)

a fim de comparar as diferenças entre θ̂ e θ̂ω relativas aos contornos do
logaritmo da função de verossimilhança não perturbada L(θ). Cook (1986)
propõe estudar o comportamento local de LD(ω) em torno de ω0, usando
a curvatura normal na direção h, dada por

Ch(θ) = −2hT∆T
ω0

L̈
−1

(θ̂)∆ω0h, (2.2)

em que h corresponde a uma direção unitária, isto é, ||h|| = 1 e

L̈(θ̂) =
∂2L(θ)
∂θ∂θT

∣∣∣
θ=θ̂

, ∆ω =
∂2L(θ|ω)
∂θ∂ωT

∣∣∣
θ=θ̂(ω)

(2.3)

com −L̈(θ) (a matriz de informação observada) e ∆ω sendo avaliadas em
θ = θ̂ e ω = ω0. Sugere-se considerar o diagrama de ı́ndices da direção
hmax associada à maior curvatura Chmax(θ) (Cook, 1986). Por outro lado,
Lesaffre e Verbeke (1998) propuseram estudar a direção associada à i-ésima
observação, ou seja, o diagrama de ı́ndices de Chi(θ) em que hi denota
um vetor q × 1 com um 1 na i-ésima posição e zeros nas restantes. Tais
diagramas podem indicar aquelas observações que exercem notável influência
sobre LD(ω).

Para dados incompletos Zhu e Lee (2001) propuseram um enfoque para
realizar estudos de influência considerando

fQ(ω) = 2{Q(θ̂|θ̂)−Q(θ̂ω|θ̂)}, (2.4)
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como uma medida da diferença entre θ̂ e θ̂ω, em que θ̂ω denota a estimativa
de θ que maximiza

Q(θ, ω|θ̂) = E{L(θ, ω|Y c)|Y , θ̂}.

Os logaritmos das verossimilhanças para dados completos e dados obser-
vados do modelo perturbado são denotados por L(θ,ω|Y c) e L(θ,ω|Y ),
respectivamente. Assume-se que existe um vetor de não perturbação ω0 tal
que L(θ, ω0|Y c) = L(θ|Y c) e L(θ,ω0|Y ) = L(θ|Y ) para todo θ.

Analogamente a Cook (1986), Zhu e Lee (2001) estudam o comportamento
da superf́ıcie γ(ω) = (ωT , fQ(ω))T , mediante a curvatura normal CfQ,h na
direção do vetor unitário h ∈ Rq, dada por

CfQ,h(θ) = −2 hT∆T
ω0

Q̈
−1

(θ̂)∆ω0h, (2.5)

em que

Q̈(θ̂) =
∂2Q(θ|θ̂)
∂θ∂θT

∣∣∣
θ=θ̂

e ∆ω =
∂2Q(θ, ω|θ̂)

∂θ∂ωT

∣∣∣
θ=θ̂(ω)

(2.6)

são avaliadas em θ̂ e ω0. Como no caso da curvatura dada em (2.2) sugere-se
o exame do gráfico de ı́ndices do autovetor associado ao maior autovalor de
T̈ = −∆T Q̈

−1
∆. Usando a proposta de Lesaffre e Verbeke (1998) também

é posśıvel calcular a influência local total CfQ,i(θ).

No estudo dos gráficos de hmax ou de alguma outra direção de interesse é
importante determinar quais observações de fato são influentes. Com esse
objetivo alguns autores têm desenvolvido critérios para julgar a magnitude
das medidas de influência local (veja Lesaffre e Verbeke, 1998 e Zhu e Zhang,
2004) assim como a construção de gráficos de estat́ısticas relevantes contra
a perturbação sob estudo. Por exemplo, o gráfico de LD(ω(a)) versus a em
que ω(a) = ω0 + ah, com a ∈ R e h alguma direção selecionada (Wu e Luo,
1993 e Cook, 1997).

Em certas ocasiões podemos estar interessados num subconjunto θ1 de θ =
(θT

1 , θT
2 )T ; neste caso o afastamento da verossimilhança é dado por

LD1(ω) = 2{L(θ̂)− L(θ̂1ω, θ̂2(θ̂1ω))},

em que θ̂2(θ1) representa a estimativa de máxima verossimilhança no modelo
não perturbado de θ2 para θ1 fixado.
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Considere então a partição de L̈,

L̈ =
(

L̈11 L̈12

L̈21 L̈22

)

de acordo com a partição dada por θ = (θT
1 , θT

2 )T e seja

B22 =

(
0 0
0 L̈

−1
22

)
.

Então, a curvatura normal na direção h para θ1 assume a forma

Ch(θ1) = −2hT∆T
ω0
{L̈−1

(θ̂)−B22}∆ω0h,

e a direção de maior curvatura corresponde ao autovetor associado ao maior
autovalor de ∆T

ω0
{L̈−1

(θ̂)−B22}∆ω0 . Expressões equivalentes também po-
dem ser derivadas para f1Q(ω).

Com o intuito de obter uma curvatura invariante a mudanças uniformes
na escala, Poon e Poon (1999) propuseram a curvatura conformal Bh(θ) =
Ch(θ)/||2∆T

ω0
L̈
−1

(θ̂)∆ω0 ||F , em que ‖·‖F denota a norma Frobenius definida
como ||A||F = {tr(AT A)}1/2 com A sendo uma matriz r × s. Uma pro-
priedade interessante da curvatura conformal é que para qualquer direção
unitária h temos que 0 ≤ Bh(θ) ≤ 1. Isto permite, por exemplo, a com-
paração de curvaturas entre diferentes modelos sob erros eĺıpticos.

2.3 Método de Alavanca Generalizado para Modelos com Dados
Incompletos

Vários autores têm destacado a importância do conceito de ponto de ala-
vanca para diagnósticos em modelos de regressão (Hoaglin e Welsh, 1978;
Cook e Weisberg, 1982; Chatterjee e Hadi 1986 e Andrade, 2004, dentre
outros). A idéia do ponto de alavanca tem sido generalizada para modelos
mais complexos. Por exemplo, Ross (1987), St. Laurent e Cook (1992) e Wei
et al. (1998) estenderam o método de alavanca para modelos não-lineares;
Banerjee e Frees (1997) definem matrizes de alavanca para cada indiv́ıduo
no contexto de medidas repetidas; Christensen, Pearson e Johnson (1992)
sugerem uma medida de alavanca para modelos lineares mistos sob nor-
malidade; Paula (1999) considera o método de alavanca em modelos de
regressão linear quando o vetor de parâmetros θ é restrito em desigualdades
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lineares e, mais recentemente, Nobre e Singer (2006) propõem incorporar
a informação dos efeitos aleatórios ajustados b̂i e consideram a matriz de
alavancas generalizadas em modelos lineares com efeitos mistos baseados em
Ŷ i = Xiβ̂ + Zib̂i.

O objetivo principal do método de alavanca é medir a influência da resposta
observada no seu próprio valor ajustado. Tipicamente esta medida tem sido
definida como uma taxa de mudança instantânea no valor predito relativo
ao valor da variável resposta (veja, por exemplo, St. Laurent e Cook, 1992
e Wei et al., 1998). Baseados na proposta de Wei et al. (1998) assim como
nos trabalhos de Zhu e Lee (2001) e Zhu et al. (2001) estendemos o método
de alavanca para dados incompletos.

Para fixar idéias, seja Y o vetor de respostas observadas com densidade
f(Y ; θ), em que θ representa um vetor de parâmetros p∗-dimensional. Con-
sidere µ = E(Y ) tal que µ pode ser expresso como µ = µ(θ) e seja θ̂ = θ̂(Y )
a estimativa de máxima verossimilhança de θ. Deste modo Ŷ = µ(θ̂) repre-
senta o vetor de respostas preditas. A matriz de alavancas generalizadas
é definida como GL(θ̂) = ∂Ŷ /∂Y T . Segue de Wei et al. (1998) que para
modelos com função de verossimilhança a matriz de alavancas generalizadas
assume a forma

GL(θ̂) = [Dθ{−L̈(θ)}−1L̈(θ,Y )]
∣∣
θ=θ̂(Y )

, (2.7)

em que Dθ = ∂µ/∂θT , −L̈(θ) representa a matriz de informação observada
e L̈(θ, Y ) = ∂2L(θ)/∂θ∂Y T . Alguns exemplos da aplicação do método de
alavanca para modelos lineares e não-lineares são dados em Wei et al. (1998),
Cysneiros e Paula (2005) e Galea, Paula e Cysneiros (2005).

Para modelos de maior complexidade assim como modelos com dados in-
completos, avaliar a expressão da matriz de alavancas generalizadas dada
em (2.7) pode ser mais dif́ıcil. Baseados na função Q do algoritmo EM,
vários autores têm proposto medidas para realizar análises de influência.
Por exemplo, Zhu et al. (2001) discutem diagnósticos de influência mediante
a eliminação de casos no contexto de dados incompletos e Zhu e Lee (2001)
propõem a influência local para modelos com dados incompletos. Esses en-
foques têm sido aplicados na análise de influência em modelos com efeitos
mistos, tais como: diagnóstico por eliminação de casos em modelos lineares
mistos sob normalidade (Fei e Pan, 2003), influência local em modelos li-
neares mistos generalizados (Zhu e Lee, 2003) e recentemente o estudo de
influência local em modelos mistos não-lineares (Lee e Xu, 2004). Contudo,
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o conceito de alavanca em modelos com dados incompletos aparece como
um tópico ainda não tratado.

Considere a função Q proveniente da esperança condicional do logaritmo da
verossimilhança de dados completos no algoritmo EM (veja equação (10)).
Usando o lema em Wei et al. (1998), definimos a matriz de alavancas gene-
ralizadas para modelos com dados incompletos como

GLQ(θ̂) = [Dθ{−Q̈(θ)}−1Q̈(θ,Y )]
∣∣
θ=θ̂(Y )

, (2.8)

em que Dθ =∂µ/∂θT , Q̈(θ)=∂2Q(θ|θ̂)/∂θ∂θT e Q̈(θ,Y )=∂2Q(θ|θ̂)/∂θ∂Y T .

A ampla aplicabilidade do algoritmo EM permite utilizar a definição dada
por (2.8) para diversas situações não ficando restrito somente a manipular
modelos com dados incompletos. Note também que na ausência de dados
incompletos (2.8) reduz-se a GL(θ̂) dado por (2.7). Neste caṕıtulo deriva-
mos a matriz de alavancas generalizadas para o modelo linear misto em suas
formulações marginal assim como hierárquica a partir das equações (2.7) e
(2.8), respectivamente.

Seja p0 =
∑K

j=1 GLjj(θ̂) = trGL(θ̂), logo podemos utilizar c0p0/K como
um instrumento para comparar os elementos diagonais de GL(θ̂), em que K
denota a dimensão do vetor de respostas observadas Y . Portanto, podemos
olhar com atenção aquelas observações tais que GLjj(θ̂) > c0p0/K, em que
a constante positiva c0 pode ser escolhida, por exemplo, como c0 = 2. Con-
tudo, critérios mais objetivos para julgar observações com alta alavancagem
ainda são objeto de investigação.

Nas seções a seguir derivamos a curvatura normal assim como a matriz de
alavancas generalizadas para o modelo eĺıptico linear misto em suas for-
mulações marginal e hierárquica. Obtemos as quantidades requeridas para
os procedimentos de diagnóstico de maneira eficiente usando a metodologia
de diferenciação matricial descrita em Nel (1980) e Magnus e Neudecker
(1998). Exemplos da aplicação deste procedimento na derivação da cur-
vatura normal para o método de influência local têm sido considerados por
Liu (2000, 2002), Dı́az-Garćıa et al. (2003) e Osorio, Paula e Galea (2006).

2.4 Influência Local no Modelo Linear Misto Marginal

Considere o modelo discutido na Seção 1.2, isto é, Y i ∼ ECni(Xiβ, V i; g)
para i = 1, . . . ,M , em que Xi é uma matriz de planejamento ni × p e
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V i = ZiΨZT
i +Σi. Nesta seção derivamos a matriz de informação observada

−L̈ e a matriz ∆ segundo vários esquemas de perturbação.

O logaritmo da função de verossimilhança para o modelo não perturbado é
dado por L(θ) =

∑M
i=1 Li(θ), com

Li(θ) = −1
2 log |V i|+ log g(ui), (2.9)

em que ui = (Y i −Xiβ)T V −1
i (Y i −Xiβ), para i = 1, . . . ,M .

2.4.1 Matriz de Informação Observada

Seja θ = (βT , αT ,λT )T o vetor de parâmetros de interesse. A matriz de
informação observada −L̈(θ) (veja Apêndice A.1) avaliada em θ = θ̂ é dada
por −L̈(θ̂) = −∑M

i=1 L̈i(θ̂), em que L̈i(θ̂) tem forma particionada:

L̈i(θ̂) =
∂2Li(θ)
∂θ∂θT

∣∣∣
θ=θ̂

=




L̈11,i L̈12,i L̈13,i

L̈
T
12,i L̈22,i L̈23,i

L̈
T
13,i L̈

T
23,i L̈33,i


 , (2.10)

em que

L̈11,i = 2XT
i V̂

−1

i {Wg(ûi)V̂ i + 2W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i Xi,

L̈12,i =
∂2Li(θ)
∂β∂αT

∣∣∣
θ=θ̂

e L̈13,i =
∂2Li(θ)
∂β∂λT

∣∣∣
θ=θ̂

,

com

∂2Li(θ)
∂β∂αr

∣∣∣
θ=θ̂

= 2XiV̂
−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i Σ̇i(r)V̂
−1

i r̂i e

∂2Li(θ)
∂β∂λs

∣∣∣
θ=θ̂

= 2XiV̂
−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i ZiΨ̇(s)ZT
i V̂

−1

i r̂i,

para r = 1, . . . , k; s = 1, . . . , d, e

L̈22,i =
∂2Li(θ)
∂α∂αT

∣∣∣
θ=θ̂

e L̈23,i =
∂2Li(θ)
∂α∂λT

∣∣∣
θ=θ̂

,
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cujos elementos são dados por

∂2Li(θ)
∂αr∂αs

∣∣∣
θ=θ̂

= 1
2 tr V̂

−1

i {Σ̇i(r)V̂
−1

i Σ̇i(s)− Σ̈i(r, s)}

+ r̂T
i V̂

−1

i {W ′
g(ûi)Σ̇i(r)V̂

−1

i r̂ir̂
T
i V̂

−1

i Σ̇i(s)−Wg(ûi)Σ̈i(r, s)

+ Wg(ûi)Σ̇i(r)V̂
−1

i Σ̇i(s) + Wg(ûi)Σ̇i(s)V̂
−1

i Σ̇i(r)}V̂ −1

i r̂i e

∂2Li(θ)
∂αs∂λt

∣∣∣
θ=θ̂

= 1
2 tr V̂

−1

i Σ̇i(s)V̂
−1

i ZiΨ̇(t)ZT
i

+ r̂T
i V̂

−1

i {W ′
g(ûi)Σ̇i(s)V̂

−1

i r̂ir̂
T
i V̂

−1

i ZiΨ̇(t)ZT
i

+ Wg(ûi)Σ̇i(s)V̂
−1

i ZiΨ̇(t)ZT
i + Wg(ûi)ZiΨ̇(t)ZT

i V̂
−1

i Σ̇i(s)}V̂ −1

i r̂i,

para r, s = 1, . . . , k; t = 1, . . . , d. Finalmente

L̈33,i =
∂2Li(θ)
∂λ∂λT

∣∣∣
θ=θ̂

,

em que o elemento (t, u) de L̈33,i fica dado por

∂2Li(θ)
∂λt∂λu

∣∣∣
θ=θ̂

= 1
2 tr V̂

−1

i Zi{Ψ̇(t)ZT
i V̂

−1

i ZiΨ̇(u)− Ψ̈(t, u)}ZT
i

+ r̂T
i V̂

−1

i Zi{W ′
g(ûi)Ψ̇(t)ZT

i V̂
−1

i r̂ir̂
T
i V̂

−1

i ZiΨ̇(u)−Wg(ûi)Ψ̈(t, u)

+ Wg(ûi)Ψ̇(t)ZT
i V̂

−1

i ZiΨ̇(u) + Wg(ûi)Ψ̇(u)ZT
i V̂

−1

i ZiΨ̇(t)}ZT
i V̂

−1

i r̂i,

para t, u = 1, . . . , d. Temos que ûi = r̂T
i V̂

−1

i r̂i, r̂i = Y i − Xiβ̂, V̂ i =
ZiΨ(λ̂)ZT

i + Σi(α̂), para i = 1, . . . , M , com Σ̇i(r) = ∂Σi/∂αr, Σ̈i(r, s) =
∂2Σi/∂αr∂αs, Ψ̇(t) = ∂Ψ/∂λt e Ψ̈(t, u) = ∂2Ψ/∂λt∂λu avaliadas em θ = θ̂.

2.4.2 Esquemas de Perturbação

Para o modelo linear misto marginal definido na Seção 1.2, consideramos
vários esquemas de perturbação, a saber: ponderação de casos, da matriz
de escala, das variáveis explicativas e da resposta. No contexto de dados lon-
gitudinais esses esquemas têm sido considerados por Osorio, Paula e Galea
(2006). Através desses esquemas de perturbação é posśıvel verificar a sensi-
bilidade de algumas suposições do modelo, assim como compreender melhor
o processo de modelagem.
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Para cada um dos esquemas de perturbação considerados a matriz ∆ assume
a forma

∆ =




∆1

∆2

∆3


 ,

em que ∆1 = ∂2L(θ|ω)/∂β∂ωT ∈ Rp×q, ∆2 = ∂2L(θ|ω)/∂α∂ωT ∈ Rk×q,
∆3 = ∂2L(θ|ω)/∂λ∂ωT ∈ Rd×q e q denota a dimensão do vetor de per-
turbação ω. Avaliando d2

βω L(θ|ω), d2
αω L(θ|ω) e d2

λω L(θ|ω) descritos no
Apêndice A.1 em θ = θ̂ e ω = ω0 obtemos ∆1, ∆2 e ∆3, respectivamente.

Ponderação de Casos

Considere atribuir uma ponderação arbitrária para verossimilhançã indivi-
dual como

L(θ|ω) =
M∑

i=1

ωiLi(θ),

em que ω = (ω1, . . . , ωM )T denota o vetor de ponderações, 0 ≤ ωi ≤ 1, para
i = 1, . . . ,M e Li(θ) é dada por (2.9). Podemos notar que, para ωi = 0 e
ωj = 1 para j 6= i exclúımos o i-ésimo indiv́ıduo da expressão do logaritmo da
verossimilhança, e que o vetor de não perturbação é ω0 = (1, . . . , 1)T ∈ RM .
Mediante diferenciação, obtemos

∂2L(θ|ω)
∂β∂ωi

∣∣∣
θ=θ̂,ω=ω0

= q̂iX
T
i V̂

−1

i (Y i −Xiβ̂),

∂2L(θ|ω)
∂αr∂ωi

∣∣∣
θ=θ̂,ω=ω0

= −1
2{tr V̂

−1

i Σ̇i(r)− q̂ir̂
T
i V̂

−1

i Σ̇i(r)V̂
−1

i r̂i} e

∂2L(θ|ω)
∂λs∂ωi

∣∣∣
θ=θ̂,ω=ω0

= −1
2{tr V̂

−1

i ZiΨ̇(s)ZT
i − q̂ir̂

T
i V̂

−1

i ZiΨ̇(s)ZT
i V̂

−1

i r̂i},

para r = 1, . . . , k; s = 1, . . . , d e q̂i = qi(θ̂), i = 1, . . . ,M .

Esse esquema de perturbação permite identificar aqueles indiv́ıduos que
exercem um grande impacto no processo de estimação. No Apêndice B
mostramos a equivalência entre a influência local sob esse esquema de per-
turbação e uma medida de influência por eliminação de casos. Um fato bem
conhecido é que as medidas de influência global podem sofrer do fenômeno
de mascarar observações influentes (Cook e Weisberg, 1982), assim como
freqüentemente essas medidas de diagnóstico podem ser dif́ıceis de serem
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obtidas em modelos mais complexos. Contornamos tais problemas con-
siderando o procedimento de influência local.

Para o modelo linear misto sob normalidade (vi(θ) = 1) esse esquema de
perturbação foi considerado por Lesaffre e Verbeke (1998) usando V i =
ZiΨZT

i + φIni , em que Ψ representa uma matriz não estruturada. Nota-
mos que o modelo considerado nesta seção permite maior flexibilidade na
estrutura de efeitos aleatórios para V i (veja Jennrich e Schluchter, 1986),
assim como permite manipular membros da classe de distribuições eĺıpticas
fazendo q(θ) = −2Wg(u).

Perturbação da Matriz de Escala

Este esquema de perturbação é introduzido mediante considerar o modelo
Y i ∼ ECni(Xiβ, V i/ωi; g), para i = 1, . . . , M , em que ω = (ω1, . . . , ωM )T ,
ωi > 0, para i = 1, . . . ,M e ω0 = 1M . Neste caso o logaritmo da função de
verossimilhança resulta em L(θ|ω) =

∑M
i=1 Li(θ|ω), em que

Li(θ|ω) = −1
2 log |V i|+ 1

2ni log ωi + log g(uiω)

com uiω = ωiui e ui = rT
i V −1

i ri, ri = Y i − Xiβ, para i = 1, . . . ,M .
Diferenciando L(θ|ω) com relação a θ e ωi e avaliando em θ = θ̂ e ω = ω0,
obtemos

∂2L(θ|ω)
∂β∂ωi

∣∣∣
θ=θ̂,ω=ω0

= −2{Wg(ûi) + ûiW
′
g(ûi)}XT

i V̂
−1

i r̂i,

∂2L(θ|ω)
∂αr∂ωi

∣∣∣
θ=θ̂,ω=ω0

= −{Wg(ûi) + ûiW
′
g(ûi)}r̂T

i V̂
−1

i Σ̇i(r)V̂
−1

i r̂i e

∂2L(θ|ω)
∂λs∂ωi

∣∣∣
θ=θ̂,ω=ω0

= −{Wg(ûi) + ûiW
′
g(ûi)}r̂T

i V̂
−1

i ZiΨ̇(s)ZT
i V̂

−1

i r̂i,

para r = 1, . . . , k; s = 1, . . . , d em que Wg(u) e W ′
g(u) são avaliadas em

ûi = r̂T
i V̂

−1

i r̂i.

O interesse do esquema de perturbação da matriz de escala é que o mesmo
pode revelar indiv́ıduos que interferem principalmente na modelagem da
estrutura de escala assim como indicar aqueles indiv́ıduos influentes na es-
timação dos parâmetros τ = (αT , λT )T .
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Perturbação das Variáveis Explicativas

Neste caso, o interesse é perturbar uma particular variável explicativa cont́ınua
xit(ω) = xit + ωisi, em que xit ∈ Rni representa a t-ésima coluna da ma-
triz Xi para t = 1, . . . , p, ωi ∈ Rni e si é um fator de escala. Deste modo
Xiω = (xi1, . . . , xit + ωisi, . . . ,xip) = Xi + siωic

T
t , para i = 1, . . . ,M ,

em que ct denota um vetor p × 1 com um 1 na t-ésima posição e zeros
nas posições restantes, aqui ω0 = 0 ∈ RN e N =

∑M
i=1 ni. Temos que

L(θ|ω) =
∑M

i=1 Li(θ|ω), com

Li(θ|ω) = −1
2 log |V i|+ log g(uiω),

em que uiω = rT
iωV −1

i riω, riω = ri − sic
T
t βωi e ri = Y i − Xiβ para

i = 1, . . . ,M . Usando o método de diferenciação matricial obtemos

∂2L(θ|ω)
∂β∂ωT

i

∣∣∣
θ=θ̂,ω=ω0

=− si2Wg(ûi)(β̂tX
T
i − ctr̂

T
i )V̂

−1

i

+ si4W ′
g(ûi)β̂tX

T
i V̂

−1

i r̂ir̂
T
i V̂

−1

i ,

∂2L(θ|ω)
∂αr∂ωT

i

∣∣∣
θ=θ̂,ω=ω0

=2siβ̂tr̂
T
i V̂

−1

i Σ̇i(r)V̂
−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i e

∂2L(θ|ω)
∂λs∂ωT

i

∣∣∣
θ=θ̂,ω=ω0

=2siβ̂tr̂
T
i V̂

−1

i ZiΨ̇(s)ZT
i V̂

−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i ,

para r = 1, . . . , k; s = 1, . . . , d e i = 1, . . . ,M . Neste caso β̂t denota o
t-ésimo elemento de β̂.

Esse esquema de perturbação permite, por exemplo, detectar posśıveis maus
condicionamentos entre algumas colunas da matriz de desenho Xi (Belsley,
1991). De fato esse esquema pode ser estendido se o interesse é perturbar
várias colunas da matriz de planejamento, assim como perturbar toda a
matriz mediante substituir Xi por Xiω = Xi + W iSi, i = 1, . . . ,M , em
que W i = (ωij) é matriz de perturbações ni × p, Si = diag(si1, . . . , sip) e
sij para j = 1, . . . , p representa um fator de escala. O modelo perturbado
reduz ao modelo postulado quando W 0 = 0.

Perturbação da Resposta

A perturbação da resposta observada (Y T
1 , . . . ,Y T

M )T é introduzida medi-
ante a substituição de Y i por Y iω = Y i + ωi, em que ωi é um vetor de
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perturbações ni × 1 para i = 1, . . . ,M . Neste caso temos que ω0 = 0 ∈ RN

com N =
∑M

i=1 ni. O logaritmo da verossimilhança perturbada fica dado
por L(θ|ω) =

∑M
i=1 Li(θ|ω), com

Li(θ|ω) = −1
2 log |V i|+ log g(uiω),

em que uiω = rT
iωV −1

i riω, riω = ri +ωi e ri = Y i−Xiβ para i = 1, . . . ,M .
Deste modo,

∂2L(θ|ω)
∂β∂ωT

i

∣∣∣
θ=θ̂,ω=ω0

= −2XT
i V̂

−1

i {Wg(ûi)V̂ i + 2W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i ,

∂2L(θ|ω)
∂αr∂ωT

i

∣∣∣
θ=θ̂,ω=ω0

= −2r̂T
i V̂

−1

i Σ̇i(r)V̂
−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i e

∂2L(θ|ω)
∂λs∂ωT

i

∣∣∣
θ=θ̂,ω=ω0

= −2r̂T
i V̂

−1

i ZiΨ̇(s)ZT
i V̂

−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i ,

para r = 1, . . . , k; s = 1, . . . , d e i = 1, . . . , M .

Uma caracteŕıstica de interesse deste esquema de perturbação é a sua conexão
com a matriz de alavancas generalizadas (Wei et al., 1998). Para o modelo
eĺıptico linear misto marginal examinamos esta relação na seção a seguir.

2.5 Método de Alavanca Generalizado no Modelo Linear Misto
Marginal

O conceito de ponto de alavanca freqüentemente tem sido associado com
influência local usando perturbações aditivas na resposta observada. A
conexão entre o método de alavanca generalizado e o procedimento de in-
fluência local para modelos de regressão não-linear usando distribuições da
famı́lia exponencial tem sido examinado por Wei et al. (1998) e para modelos
simétricos univariados por Galea et al. (2005). A seguir derivamos a matriz
de alavancas generalizadas para o modelo linear misto marginal usando os
resultados dados em Wei et al. (1998).

Considere µi = Xiβ para i = 1, . . . , M , deste modo podemos escrever o
vetor de posição µ como µ = (µT

1 , . . . ,µT
M )T . Note que

∂µi

∂βT
= Xi,

∂µi

∂αT
= 0 e

∂µi

∂λT
= 0, i = 1, . . . , M.
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Sejam D e ∆ matrizes N × p∗ e p∗ × N , respectivamente, em que N =∑M
i=1 ni representa a dimensão do vetor Y = (Y T

1 , . . . , Y T
M )T e p∗ = p+k+d,

dadas por

D =
∂µ

∂θT
=




D1
...

DM


 e ∆ =

∂L(θ)
∂θ∂Y T

∣∣∣
θ=θ̂(Y )

=




∆1

∆2

∆3


 , (2.11)

em que ∆1 ∈ Rp×N , ∆2 ∈ Rk×N e ∆3 ∈ Rd×N assumem formas par-
ticionadas como ∆1 = (∆11, . . . ,∆1M ), ∆2 = (∆21, . . . ,∆2M ) e ∆3 =
(∆31, . . . ,∆3M ) com ∆1i ∈ Rp×ni , ∆2i ∈ Rk×ni e ∆3i ∈ Rd×ni para
i = 1, . . . ,M . Temos que ∂µi/∂θT = Di, com

Di = (Xi, 0, 0) ∈ Rni×p∗ , i = 1, . . . , M.

Através do método de diferenciação (veja Apêndice A.2) obtemos

∆1i = −2XT
i V̂

−1

i {Wg(ûi)V̂ i + 2W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i , i = 1, . . . ,M,

a r-ésima linha de ∆2i fica dada por

∂2L(θ)
∂αr∂Y T

i

∣∣∣
θ=θ̂

= −2r̂T
i V̂

−1

i Σ̇i(r)V̂
−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i ,

para r = 1, . . . , k e a s-ésima linha de ∆3i assume a forma

∂2L(θ)
∂λs∂Y T

i

∣∣∣
θ=θ̂

= −2r̂T
i V̂

−1

i ZiΨ̇(s)ZT
i V̂

−1

i {Wg(ûi)V̂ i + W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i ,

para s = 1, . . . , d e i = 1, . . . , M .

Deste modo a matriz de alavancas generalizadas para o modelo linear misto
marginal fica dada por

GL(θ̂) = D{−L̈(θ̂)}−1∆, (2.12)

com L̈(θ̂) = ∂2L(θ)/∂θ∂θT
∣∣
θ=θ̂(Y )

em que L̈(θ̂) =
∑M

i=1 L̈i(θ̂), L̈i(θ̂) tem
forma particionada dada em (2.10), D e ∆ são definidas em (2.11). Con-
sidere R = {−L̈(θ̂)}−1 e X particionadas como

R =




R11 R12 R13

RT
12 R22 R23

RT
13 RT

23 R33


 e X =




X1
...

XM


 , (2.13)
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deste modo a matriz D em (2.11) assume a forma D = (X,0,0) e a matriz
de alavancas generalizadas fica dada por

GL(θ̂) = (X, 0, 0)




R11 R12 R13

RT
12 R22 R23

RT
13 RT

23 R33







∆1

∆2

∆3




= GLβ(θ̂) + GLα(θ̂) + GLλ(θ̂),

em que

GLβ(θ̂) =XR11∆1, GLα(θ̂) = XR12∆2 e

GLλ(θ̂) = XR13∆3.

As quantidades GLα(θ̂) e GLλ(θ̂) podem ser interpretadas como termos de
correção da matriz de alavancas generalizadas devido ao procedimento de
estimação.

Note que os blocos diagonais de GL(θ̂) são dados por

GLi(θ̂) = Di

{
−

M∑

i=1

L̈i(θ̂)
}−1

∆i, ∆i =




∆1i

∆2i

∆3i


 , (2.14)

para i = 1, . . . ,M . Logo, esta expressão pode ser considerada uma gene-
ralização do resultado apresentado em Banerjee e Frees (1997). Com efeito,
para o caso normal e quando somente temos interesse no vetor de parâmetros
β, a matriz de alavancas generalizadas para cada indiv́ıduo fica dada por

GLi(β̂) = Xi

( M∑

i=1

XT
i V̂

−1

i Xi

)−1
XT

i V̂
−1

i , i = 1, . . . , M, (2.15)

que tem uma clara relação com as matrizes de alavancas definidas para
modelos de regressão linear (veja Hoaglin e Welsh, 1978 e Galea et al., 2005,
dentre outros), assim como para modelos longitudinais (Banerjee e Frees,
1997).

Por outro lado (2.14) permite focar a nossa atenção nas matrizes de alavan-
cas associadas a cada indiv́ıduo (i = 1, . . . , M) e deste modo podem resultar
em instrumentos úteis para diagnóstico no modelo eĺıptico linear com efeitos
mistos marginal.
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2.5.1 Conexão entre o Método de Alavanca Generalizado e o
Procedimento de Influência Local

Considere

Dα =




D1α
...

DMα


 e Dλ =




D1λ
...

DMλ


 ,

em que Diα tem r-ésima coluna dada por Σ̇i(r)V̂
−1

i r̂i, r = 1, . . . , k e a
s-ésima coluna de Diλ é dada por ZiΨ̇(s)ZT

i V̂
−1

i r̂i, s = 1, . . . , d para i =
1, . . . ,M . Então, a matriz ∆ do esquema de perturbação aditiva no vetor
de respostas fica dada por

∆ = D?T
A,

em que D? = (X, Dα, Dλ) ∈ RN×p∗ e A = blc diag(A1, . . . ,AM ) com
Ai = −2V̂

−1

i {Wg(ûi)V̂ i + 2W ′
g(ûi)r̂ir̂

T
i }V̂

−1

i , para i = 1, . . . , M .

A curvatura normal para a perturbação aditiva do vetor de respostas obser-
vadas pode ser expressa como

B = −∆T {L̈(θ̂)}−1∆ = AD?{−L̈(θ̂)}−1D?T
A.

Suponha agora que α e λ são fixados e considere o esquema de perturbação
da resposta Y iω = Y i +ωi em que ωi ∈ Rni para i = 1, . . . , M , então temos
que a matriz de alavancas generalizadas assume a forma

GL(θ̂) = X{−L̈(β̂)}−1XT A (2.16)

com X definido em (2.13) e L̈(β̂) dado por L̈(β̂) =
∑M

i=1 L̈i(β̂), em que

L̈i(β̂) = −XT
i AiXi, i = 1, . . . , M.

Note que os blocos diagonais de GL(θ̂) são dados por

GLi(θ̂) = Xi

( M∑

i=1

XT
i AiXi

)−1
XT

i Ai, i = 1, . . . , M,

que para o caso normal (Wg(u) = −1
2 e W ′

g(u) = 0) reduz-se a (2.15).

Por outro lado, temos que a curvatura normal para esse esquema de per-
turbação fica dada por

B = −∆T
1 {L̈(β̂)}−1∆1.
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Como ∆1 = XT A, temos que a relação entre a curvatura normal e a matriz
de alavancas generalizadas pode ser escrita como

B = AX
( M∑

i=1

XT
i AiXi

)−1
XT A = AGL(θ̂),

com GL(θ̂) dada em (2.16).

A ligação entre o método de influência local e a matriz de alavancas gene-
ralizadas é interessante pois oferece uma justificativa para o esquema de per-
turbação da resposta e permite estudar a influência que respostas aberrantes
dentro de cada indiv́ıduo exercem sobre os valores preditos.

2.6 Influência Local no Modelo Linear Misto Hierárquico

Nesta seção derivamos a curvatura normal para o modelo linear com efeitos
mistos na sua formulação hierárquica usando a classe das misturas de escala
normal quando ambos bi e vi são considerados não observáveis e, posteri-
ormente, para o modelo em que os efeitos aleatórios são integrados, isto é,
quando somente as variáveis de mistura vi são não observáveis. Usamos
como medida de influência a função Q-afastamento que é baseada na es-
perança condicional do logaritmo da verossimilhança de dados completos
proveniente do algoritmo EM.

2.6.1 Influência Local quando bi e vi são não observáveis

Considere a formulação hierárquica dada por (1.4) em que Y c = (Y T , bT , vT )T

representa o vetor de dados completos, com Y = (Y T
1 , . . . , Y T

M )T o vetor
de respostas observadas em que os efeitos aleatórios b = (bT

1 , . . . , bT
M )T e as

variáveis de mistura v = (v1, . . . , vM )T são não observáveis. Então, o loga-
ritmo da função de verossimilhança para os dados completos Y c é dado por
L(θ|Y c) =

∑M
i=1 Li(θ|Y c), com

Li(θ|Y c) =− 1
2 log |Σi| − κ−1(vi)

2 (Y i −Xiβ −Zibi)TΣ−1
i (Y i −Xiβ −Zibi)

− 1
2 log |Ψ| − κ−1(vi)

2 bT
i Ψ−1bi + log h(vi; ν) + c, (2.17)

em que h(vi;ν) é a função de densidade da variável de mistura e c é uma
constante.
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A partir de (2.17) temos que a Q-função para o modelo linear misto hierárquico
quando bi e vi são não observáveis assume a forma Q(θ|θ̂) =

∑M
i=1 Qi(θ|θ̂),

com Qi(θ|θ̂) = Q1i(β, α|θ̂)+Q2i(λ|θ̂), para i = 1, . . . , M , em que Q1i(β, α|θ̂)
e Q2i(λ|θ̂) são dadas por (1.15) e (1.16), respectivamente.

A seguir obtemos a curvatura normal CfQ,h para o modelo linear misto sob
a formulação hierárquica dada em (1.4). Os detalhes do cálculo da hessiana
Q̈ e da matriz ∆ para diferentes esquemas de perturbação são dados no
Apêndice A.3.1.

Matriz Hessiana, Q̈

Seja θ = (βT ,αT , λT )T o vetor de parâmetros de interesse. A matriz hes-
siana Q̈(θ) avaliada em θ = θ̂ é dada por Q̈(θ̂) =

∑M
i=1 Q̈i(θ̂) com

Q̈i(θ̂) =
∂2Qi(θ|θ̂)

∂θ∂θT

∣∣∣
θ=θ̂

=
(

Q̈i(η̂) 0
0 Q̈i(λ̂)

)
, (2.18)

em que Q̈i(η̂) = ∂2Q1i(β, α|θ̂)/∂η∂ηT
∣∣
θ=θ̂

com η = (βT , αT )T , e Q̈i(λ̂) =
∂2Q2i(λ|θ̂)/∂λ∂λT

∣∣
θ=θ̂

. Temos que Q̈i(η̂) pode ser escrito em forma parti-
cionada como

Q̈i(η̂) =

(
Q̈11,i Q̈12,i

Q̈
T
12,i Q̈22,i

)
,

em que

Q̈11,i =
∂2Qi(β, α|θ̂)

∂β∂βT

∣∣∣
θ=θ̂

= −κ̂iX
T
i Σ̂

−1

i Xi,

Q̈12,i =
∂2Qi(β,α|θ̂)

∂β∂αT

∣∣∣
θ=θ̂

e Q̈22,i =
∂2Qi(β, α|θ̂)

∂α∂αT

∣∣∣
θ=θ̂

,

com

∂2Q1i(β, α|θ̂)
∂β∂αr

∣∣∣
θ=θ̂

= −κ̂iX
T
i Σ̂

−1

i Σ̇i(r)Σ̂
−1

i (Y i −Xiβ̂ −Zib̂i) e

∂2Q1i(β, α|θ̂)
∂αr∂αs

∣∣∣
θ=θ̂

= 1
2 tr Σ̂

−1

i {Σ̇i(r)Σ̂
−1

i Σ̇i(s)− Σ̈i(r, s)}

− 1
2 tr Σ̂

−1

i {Σ̇i(r)Σ̂
−1

i Σ̇i(s) + Σ̇i(s)Σ̂
−1

i Σ̇i(r)− Σ̈i(r, s)}Σ̂−1

i M̂ i,
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para r, s = 1, . . . , k e o elemento (t, u) de Q̈i(λ̂) fica dado por

∂2Q2i(λ|θ̂)
∂λt∂λu

∣∣∣
θ=θ̂

= 1
2 tr Ψ̂

−1{Ψ̇(t)Ψ̂
−1

Ψ̇(u)− Ψ̈(t, u)}

− 1
2 tr Ψ̂

−1{Ψ̇(t)Ψ̂
−1

Ψ̇(u) + Ψ̇(u)Ψ̂
−1

Ψ̇(t)− Ψ̈(t, u)}Ψ̂−1
N̂ i,

para t, u = 1, . . . , d, em que M̂ i = κ̂ieie
T
i + ZiΩ̂iZ

T
i , N̂ i = κ̂ib̂ib̂

T

i + Ω̂i e
ei = Y i−Xiβ̂−Zib̂i, para i = 1, . . . , M , com κ̂i, b̂i e Ω̂ dados em (1.17) e
(1.18), também Σ̇i(r) = ∂Σi/∂αr, Σ̈i(r, s) = ∂2Σi/∂αr∂αs, Ψ̇(t) = ∂Ψ/∂λt

e Ψ̈(t, u) = ∂2Ψ/∂λt∂λu. Essas expressões são avaliadas em θ = θ̂.

Esquemas de Perturbação

A seguir obtemos a matriz ∆ considerando vários esquemas de perturbação
para o modelo linear misto hierárquico definido por (1.4). Consideramos os
seguintes esquemas de perturbação: de ponderação de casos, da matriz de
escala dos efeitos aleatórios, das variáveis explicativas, da resposta observada
e dois esquemas de perturbação da matriz de escala intra-indiv́ıduo.

A matriz ∆ para cada esquema de perturbação tem forma particionada

∆ =




∆1

∆2

∆3


 ,

em que ∆1 = ∂2Q(θ, ω|θ̂)/∂β∂ωT ∈ Rp×q, ∆2 = ∂2Q(θ, ω|θ̂)/∂α∂ωT ∈
Rk×q e ∆3 = ∂2Q(θ, ω|θ̂)/∂λ∂ωT ∈ Rd×q com q sendo a dimensão do vetor
de perturbação ω.

Para o cálculo da matriz ∆ assumimos que é posśıvel trocar as operações de
integração e diferenciação. Para cada um dos esquemas de perturbação apre-
sentamos ∂2L(θ,ω|Y c)/∂θ∂ωT , os detalhes dos diferenciais d2 L(θ, ω|Y c)
são dados no Apêndice A.3.1.

Ponderação de Casos

Para este esquema de perturbação estamos interessados na inclusão de pesos
para cada indiv́ıduo no logaritmo da função de verossimilhança de dados
completos como

L(θ,ω|Y c) =
M∑

i=1

ωiLi(θ|Y c),
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em que Li(θ|Y c) é dada por (2.17), ω = (ω1, . . . , ωM )T representa o vetor
de perturbação com 0 ≤ ωi ≤ 1 para i = 1, . . . , M e ω0 = 1M . Neste caso
temos que,

∂2L(θ, ω0|Y c)
∂β∂ωi

= κ−1(vi) XT
i Σ−1

i (Y i −Xiβ −Zibi),

∂2L(θ, ω0|Y c)
∂αr∂ωi

= −1
2{trΣ−1

i Σ̇i(r)− κ−1(vi)εT
i Σ−1

i Σ̇i(r)Σ−1
i εi} e

∂2L(θ, ω0|Y c)
∂λs∂ωi

= −1
2{trΨ−1Ψ̇(s)− κ−1(vi)bT

i Ψ−1Ψ̇(s)Ψ−1bi}

para r = 1, . . . , k, s = 1, . . . , d e εi = Y i −Xiβ −Zibi, i = 1, . . . , M .

Observamos que quando ωi = 0 e ωj = 1 para j = 1, . . . ,M , j 6= i, o
i-ésimo indiv́ıduo é exclúıdo do logaritmo da verossimilhança de dados com-
pletos e também que a influência local para esse esquema de perturbação é
equivalente ao diagnóstico por eliminação de casos (veja Apêndice B).

Perturbação da Matriz de Escala dos Efeitos Aleatórios

Uma suposição habitual no modelo linear é que a matriz de escala dos
efeitos aleatórios é dada por Ψ(λ). Para estudar desvios a partir dessa
suposição assim como uma má especificação de Ψ(λ), consideramos que
a matriz de escala dos efeitos aleatórios é ω−1

i Ψ(λ), com ωi > 0 para
i = 1, . . . , M . Aqui ω = (ω1, . . . , ωM )T , ω0 = 1M e o logaritmo da função
de verossimilhança de dados completos do modelo perturbado fica dado por
L(θ, ω|Y c) =

∑M
i=1 Li(θ, ω|Y c), em que

Li(θ, ω|Y c) =− 1
2 log |Σi| − κ−1(vi)

2 εT
i Σ−1

i εi − q
2 log ωi

− 1
2 log |Ψ| − κ−1(vi)ωi

2 bT
i Ψ−1bi + log h(vi; ν) + c,

com εi = Y i −Xiβ − Zibi, i = 1, . . . , M . Diferenciando L(θ, ω|Y c) com
relação a θ e ωi, obtemos

∂2L(θ, ω0|Y c)
∂β∂ωi

= 0,
∂2L(θ, ω0|Y c)

∂α∂ωi
= 0 e

∂2L(θ, ω0|Y c)
∂λs∂ωi

= κ−1(vi)
2 bT

i Ψ−1Ψ̇(s)Ψ−1bi,

para s = 1, . . . , d.
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Perturbação das Variáveis Explicativas

Podemos investigar o mau condicionamento entre algumas colunas da matriz
de planejamento Xi, por exemplo, perturbando uma particular variável ex-
plicativa cont́ınua xit(ω) = xit +ωisi em que xit ∈ Rni representa a t-ésima
coluna da matriz Xi, ωi ∈ Rni e si é um fator de escala, aqui ω0 = 0 ∈ RN

com N =
∑M

i=1 ni. Temos que L(θ, ω|Y c) =
∑M

i=1 Li(θ, ω|Y c), com

Li(θ, ω|Y c) =− 1
2 log |Σi| − κ−1(vi)

2 (εi − sic
T
t βωi)TΣ−1

i (εi − sic
T
t βωi)

− 1
2 log |Ψ| − κ−1(vi)

2 bT
i Ψ−1bi + log h(vi;ν) + c.

Neste caso a matriz de planejamento perturbada para o i-ésimo indiv́ıduo
fica dada por Xiω = Xi + siωic

T
t , para i = 1, . . . , M , em que ct é um vetor

p× 1 com 1 na t-ésima posição e zeros nas posições restantes. Portanto,

∂2L(θ, ω0|Y c)
∂β∂ωT

i

= −κ−1(vi)si(βtX
T
i − ctε

T
i )Σ−1

i ,

∂2L(θ, ω0|Y c)
∂αr∂ωT

i

= −κ−1(vi)siβtε
T
i Σ−1

i Σ̇i(r)Σ−1
i e

∂2L(θ, ω0|Y c)
∂λ∂ωT

i

= 0,

para r = 1, . . . , k e εi = Y i −Xiβ −Zibi, i = 1, . . . ,M . Aqui βt denota o
t-ésimo elemento de β.

Podemos notar que esse esquema de perturbação pode ser facilmente gene-
ralizado para perturbar todas as colunas da matriz de planejamento Xi

como Xiω = Xi + W iSi em que W i é matriz de perturbação ni × p,
Si = diag(si1, . . . , sip) com sij , para j = 1, . . . , p, sendo um fator de escala
e W 0 = 0.

Perturbação da Resposta

Considere uma perturbação aditiva para o vetor de respostas observadas
(Y T

1 , . . . , Y T
M )T , isto é, adicionamos uma pequena perturbação às respos-

tas de cada indiv́ıduo, obtendo Y iω = Y i + ωi em que ωi representa um
vetor de perturbação ni-dimesional, i = 1, . . . , M . Nesse caso o vetor de
não perturbação fica dado por ω0 = 0 ∈ RN com N =

∑M
i=1 ni e o loga-

ritmo da verossimilhança de dados completos assume a forma L(θ, ω|Y c) =
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∑M
i=1 Li(θ, ω|Y c), com

Li(θ, ω|Y c) =− 1
2 log |Σi| − κ−1(vi)

2 (εi + ωi)TΣ−1
i (εi + ωi)

− 1
2 log |Ψ| − κ−1(vi)

2 bT
i Ψ−1bi + log h(vi; ν) + c.

É posśıvel mostrar que,

∂2L(θ, ω0|Y c)
∂β∂ωT

i

= κ−1(vi)XT
i Σ−1

i ,
∂2L(θ, ω0|Y c)

∂λ∂ωT
i

= 0 e

∂2L(θ, ω0|Y c)
∂αr∂ωT

i

= κ−1(vi)εT
i Σ−1

i Σ̇i(r)Σ−1
i .

para r = 1, . . . , k e εi = Y i −Xiβ −Zibi, i = 1, . . . , M .

Na seção a seguir abordamos a relação entre o esquema de perturbação
aditivo no vetor de respostas e uma versão da matriz de alavancas generali-
zadas para o modelo linear misto hierárquico quando ambos bi e vi são não
observáveis.

Perturbação da Estrutura de Escala dentro dos Indiv́ıduos

Para os esquemas de perturbação a serem discutidos a seguir vamos supor
que a matriz de escala Σi pode ser decomposta como

Σi = DiCiDi, i = 1, . . . , M, (2.19)

em que Di é matriz diagonal com elementos diagonais positivos e Ci é
matriz de correlação. Seja α = (αT

1 ,αT
2 )T em que α1 e α2 representam

vetores de parâmetros k1 e k2 dimensionais (k = k1 + k2) associados a Di

e Ci, respectivamente, isto é, Di = Di(α1) e Ci = Ci(α2). Notamos que
a decomposição dada por (2.19) traz maior flexibilidade para a modelagem
da estrutura de escala. Alguns exemplos de funções de escala úteis para a
modelagem de Di assim como estruturas de correlação são discutidas em
Pinheiro e Bates (2000). Aqui usamos a decomposição de escala-correlação
dada em (2.19) para introduzir dois esquemas de perturbação na estrutura
de escala dentro dos indiv́ıduos (i = 1, . . . , M).

Para esses dois esquemas de perturbação intra-indiv́ıduos é conveniente
introduzir a seguinte notação. Seja A matriz m × n particionada como
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A = (a1, . . . ,an) em que aj é a j-ésima coluna de A, então vec(A) corre-
sponde ao operador que ‘transforma’ A no vetor mn-dimensional

vec(A) =




a1
...

an


 .

Algumas propriedades e relações entre o produto Kroneker, o operador de
vetorização e o traço de matrizes, denotados neste trabalho como ⊗, vec(·)
e tr(·), respectivamente, são dadas, por exemplo, em Magnus e Neudecker
(1988).

Para A ∈ Rm×m define-se vech(A) ∈ Rm(m+1)/2 como o vetor obtido a partir
da vetorização dos elementos acima da diagonal de A. vech(·) é conhecido
como o operador de vetorização simétrico pois para A = AT temos que
vech(A) contém somente os elementos distintos de A.

Considere A matriz simétrica m × m. Então, a relação entre vech(A) e
vec(A) é dada por

vec(A) = Sm vech(A),

em que Sm ∈ Rm2×m(m+1)/2 é chamada matriz de duplicação de ordem m.

Em geral é posśıvel vetorizar matrizes que seguem algum formato particular
(Nel, 1980). Essa operação, tipicamente denotada por vecp(·), corresponde
à vetorização da matriz em questão uma vez que têm sido exclúıdos todos
seus elementos constantes assim como aqueles elementos repetidos.

Note por exemplo que, para A = AT temos vecp(A) = vech(A). A seguir
particularizamos esse operador para matrizes diagonais. Seja a ∈ Rm, então
denotamos por diag(a) a matriz diagonal cujos elementos diagonais são da-
dos pelos componentes do vetor a. Vetorizando os elementos diferentes de
A = diag(a), obtemos vecp(A) = a, ou seja, nesse caso vecp(·) denota o
operador que vetoriza os elementos da diagonal de A.

Temos que existe uma matriz de duplicação S∗m de dimensão m2 ×m (Nel,
1980) que permite relacionar vecp(A) e vec(A) para matrizes diagonais como

vec(A) = S∗m vecp(A) = S∗ma.

Resultados úteis relativos às matrizes de duplicação são apresentados em
Nel (1980) e Magnus e Neudecker (1988).
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Perturbação da Matriz de Correlação dentro dos Indiv́ıduos

Uma maneira de estudar como as observações dentro dos indiv́ıduos influ-
enciam a modelagem da sua estrutura de correlação é através da seguinte
decomposição escala-correlação:

Σiω = DiCiωDi, com Ciω = Ci + W i,

em que W i é matriz de perturbação simétrica ni × ni tal que Ciω é matriz
de correlação. Considere ω = (ωT

1 , . . . , ωT
M )T em que ωi = vech(W i) para

i = 1, . . . , M , então o vetor de não perturbação para esse esquema é ω0 =
0 e o logaritmo da verossimilhança de dados completos assume a forma
L(θ, ω|Y c) =

∑M
i=1 Li(θ, ω|Y c), em que

Li(θ, ω|Y c) =− 1
2 log |Σi + DiW iDi| − κ−1(vi)

2 εT
i (Σi + DiW iDi)−1εi

− 1
2 log |Ψ| − κ−1(vi)

2 bT
i Ψ−1bi + log h(vi; ν) + c.

Mediante diferenciação obtemos que

∂2L(θ,ω0|Y c)
∂β∂ωT

i

= −κ−1(vi)(εT
i Σ−1

i Di ⊗XT
i Σ−1

i Di)Sni ,

∂2L(θ,ω0|Y c)
∂α1r∂ωT

i

= −κ−1(vi)
2 vecT (DiΣ−1

i εiε
T
i D−1

i Ḋi(r)D−1
i C−1

i )Sni

− κ−1(vi)
2 vecT (C−1

i D−1
i Ḋi(r)D−1εiε

T
i Σ−1

i Di)Sni ,

∂2L(θ,ω0|Y c)
∂α2s∂ωT

i

= 1
2 vecT (C−1

i Ċi(s)C−1
i )Sni

− κ−1(vi)
2 vecT (DiΣ−1

i εiε
T
i D−1

i C−1
i Ċi(s)C−1

i )Sni

− κ−1(vi)
2 vecT (C−1

i Ċi(s)C−1
i D−1

i εiε
T
i Σ−1

i Di)Sni e

∂2L(θ,ω0|Y c)
∂λ∂ωT

i

= 0,

para r = 1, . . . , k1, s = 1, . . . , k2, em que vecT (·) denota a transposta do
vetor vec(·), εi = Y i −Xiβ − Zibi para i = 1, . . . , M , Ḋi(r) = ∂Di/∂α1r

e Ċi(s) = ∂Ci/∂α2s são avaliadas em θ = θ̂.

Perturbação das Funções de Escala dentro dos Indiv́ıduos

Considere perturbar as funções de escala mediante substituir Di na de-
composição escala-correlação por Diω = DiW

−1
i , em que W i é uma ma-

triz diagonal com elementos positivos, isto é, W i = diag(ωi) com ωi =
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(ωi1, . . . , ωini)
T tal que ωij > 0 para i = 1, . . . , M e j = 1, . . . , ni. Desse

modo temos que
Σiω = W−1

i ΣiW
−1
i .

Aqui ω0 = 1N com N =
∑M

i=1 ni e o logaritmo da verossimilhança de dados
completos fica dado por L(θ, ω|Y c) =

∑M
i=1 Li(θ, ω|Y c) em que

Li(θ, ω|Y c) =− 1
2 log |Σi|+ log |W i| − κ−1(vi)

2 εT
i W iΣ−1

i W iεi

− 1
2 log |Ψ| − κ−1(vi)

2 bT
i Ψ−1bi + log h(vi; ν) + c.

Usando diferenciação de matrizes temos que

∂2L(θ, ω0|Y c)
∂β∂ωT

i

= −κ−1(vi)(εT
i ⊗XT

i Σ−1
i )S∗ni

,

∂2L(θ, ω0|Y c)
∂αr∂ωT

i

= −κ−1(vi)
2 vecT (Σ−1

i Σ̇i(r)Σ−1
i εiε

T
i + εiε

T
i Σ−1

i Σ̇i(r)Σ−1
i )S∗ni

e

∂2L(θ, ω0|Y c)
∂λ∂ωT

i

= 0,

para r = 1, . . . , k e εi = Y i −Xiβ −Zibi para i = 1, . . . ,M .

Esse esquema de perturbação permite estudar a sensibilidade das funções
de escala ante observações aberrantes e pode ser útil para modelar a es-
trutura de escala mediante propor funções apropriadas para o modelo con-
siderado. Por exemplo, através desse esquema de perturbação podemos
sugerir estruturas de escala diferentes da estrutura simples, Σi = φIni ,
i = 1, . . . ,M . Note também que esse esquema pode ser estendido con-
siderando Σiω = W−1

i ΣiW
−1
i , em que W i é matriz simétrica definida posi-

tiva.

2.6.2 Influência Local quando os vi são não observáveis

A seguir desenvolvemos a influência local no modelo linear misto hierárquico
em que os efeitos aleatórios são integrados, isto é, considerando a formulação
hierárquica dada por (1.12). Nesse caso o vetor de dados completos é Y c =
(Y T , vT )T em que Y = (Y T

1 , . . . , Y T
M )T denota as respostas observadas

para os M indiv́ıduos e v = (v1, . . . , vM )T correspondem às variáveis de
mistura as quais são consideradas não observáveis. Temos que o logaritmo
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da função de verossimilhança para os dados completos Y c é L(θ|Y c) =∑M
i=1 Li(θ|Y c), com

Li(θ|Y c) =− 1
2 log |V i| − κ−1(vi)

2 (Y i −Xiβ)T V −1
i (Y i −Xiβ)

+ log h(vi; ν) + c, (2.20)

em que h(vi; ν) é a função de densidade da variável de mistura vi, c repre-
senta uma constante e V i = ZiΨZT

i + Σi. A Q-função associada para esse
modelo assume a forma Q(θ|θ̂) =

∑M
i=1 Qi(θ|θ̂), com Qi(θ|θ̂) apresentada

em (1.21).

Matriz Hessiana, Q̈

Consideramos θ = (βT , αT , λT )T como o vetor de parâmetros de interesse.
A matriz hessiana Q̈(θ) (veja Apêndice A.3.2) avaliada em θ = θ̂ é dada
por Q̈(θ̂) =

∑M
i=1 Q̈i(θ̂), em que Q̈i(θ̂) pode ser expressa como

Q̈i(θ̂) =
∂2Qi(θ|θ̂)

∂θ∂θT

∣∣∣
θ=θ̂

=




Q̈11,i Q̈12,i Q̈13,i

Q̈
T
12,i Q̈22,i Q̈23,i

Q̈
T
13,i Q̈

T
23,i Q̈33,i


 , (2.21)

em que

Q̈11,i =
∂2Qi(θ|θ̂)
∂β∂βT

∣∣∣
θ=θ̂

= −κ̂iX
T
i V̂

−1

i Xi,

Q̈12,i =
∂2Qi(θ|θ̂)
∂β∂αT

∣∣∣
θ=θ̂

e Q̈13,i =
∂2Qi(θ|θ̂)
∂β∂λT

∣∣∣
θ=θ̂

,

com

∂2Qi(θ|θ̂)
∂β∂αr

∣∣∣
θ=θ̂

= −κ̂iX
T
i V̂

−1

i Σ̇i(r)V̂
−1

i (Y i −Xiβ̂) e

∂2Qi(θ|θ̂)
∂β∂λt

∣∣∣
θ=θ̂

= −κ̂iX
T
i V̂

−1

i ZiΨ̇(t)ZT
i V̂

−1

i (Y i −Xiβ̂),

para r = 1, . . . , k; t = 1, . . . , d. Temos que

Q̈22,i =
∂2Qi(θ|θ̂)
∂α∂αT

∣∣∣
θ=θ̂

e Q̈23,i =
∂2Qi(θ|θ̂)
∂λ∂λT

∣∣∣
θ=θ̂

,
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com elementos dados por

∂2Qi(θ|θ̂)
∂αr∂αs

∣∣∣
θ=θ̂

= 1
2 tr V̂

−1

i {Σ̇i(r)V̂
−1

i Σ̇i(s)− Σ̈i(r, s)}

− 1
2 κ̂ir̂

T
i V̂

−1

i {Σ̇i(r)V̂
−1

i Σ̇i(s) + Σ̇i(s)V̂
−1

i Σ̇i(r)− Σ̈i(r, s)}V̂ −1

i r̂i e

∂2Qi(θ|θ̂)
∂αr∂λt

∣∣∣
θ=θ̂

= 1
2 tr V̂

−1

i Σ̇i(r)V̂
−1

i ZiΨ̇(t)ZT
i

− 1
2 κ̂ir̂

T
i V̂

−1

i {Σ̇i(r)V̂
−1

i ZiΨ̇(t)ZT
i + ZiΨ̇(t)ZT

i V̂
−1

i Σ̇i(r)}V̂ −1

i r̂i,

para r, s = 1, . . . , k; t = 1, . . . , d e

Q̈33,i =
∂2Qi(θ|θ̂)
∂λ∂λT

∣∣∣
θ=θ̂

,

cujo elemento (t, u) fica dado por

∂2Qi(θ|θ̂)
∂λt∂λu

∣∣∣
θ=θ̂

= 1
2 tr V̂

−1

i Zi{Ψ̇(t)ZT
i V̂

−1

i ZiΨ̇(u)− Ψ̈(t, u)}ZT
i

− 1
2 κ̂ir̂

T
i V̂

−1

i Zi{Ψ̇(t)ZT
i V̂

−1

i ZiΨ̇(u) + Ψ̇(u)ZT
i V̂

−1

i ZiΨ̇(t)

− Ψ̈(t, u)}ZT
i V̂

−1

i r̂i,

para t, u = 1, . . . , d, em que V̂ i = ZiΨ̂ZT
i + Σ̂i, ri = Y i − Xiβ̂ para

i = 1, . . . ,M , com κ̂i definido mediante (1.21) e como anteriormente, temos
que Σ̇i(r) = ∂Σi/∂αr, Σ̈i(r, s) = ∂2Σi/∂αr∂αs, Ψ̇(t) = ∂Ψ/∂λt e Ψ̈(t, u) =
∂2Ψ/∂λt∂λu avaliadas em θ = θ̂.

Esquemas de Perturbação

Apresentamos a matriz ∆ considerando os mesmos esquemas de perturbação
abordados para o modelo linear misto hierárquico em que bi e vi são con-
siderados não observáveis. Para cada esquema de perturbação ∆ pode ser
escrita como

∆ =




∆1

∆2

∆3


 ,

em que ∆1 = ∂2Q(θ, ω|θ̂)/∂β∂ωT ∈ Rp×q, ∆2 = ∂2Q(θ, ω|θ̂)/∂α∂ωT ∈
Rk×q, ∆3 = ∂2Q(θ, ω|θ̂)/∂λ∂ωT ∈ Rd×q e q representa a dimensão do vetor
de perturbação ω. Os diferenciais d2 L(θ, ω|Y c) a partir dos quais é posśıvel
obter ∂2L(θ,ω|Y c)/∂θ∂ωT são dados no Apêndice A.3.2.
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Ponderação de Casos

Considere a inclusão de pesos no logaritmo da função de verossimilhança de
dados completos como

L(θ, ω|Y c) =
M∑

i=1

ωiLi(θ|Y c)

com Li(θ|Y c) dada por (2.20). Nesse caso o vetor de perturbação é ω =
(ω1, . . . , ωM )T tal que 0 ≤ ωi ≤ 1, ∀i e ω0 = 1M . Usando resultados de
diferenciação de matrizes obtemos

∂2L(θ, ω0|Y c)
∂β∂ωi

= κ−1(vi) XT
i V −1

i (Y i −Xiβ),

∂2L(θ, ω0|Y c)
∂αr∂ωi

= −1
2{trV −1

i Σ̇i(r)− κ−1(vi)rT
i V −1

i Σ̇i(r)V −1
i ri} e

∂2L(θ, ω0|Y c)
∂λs∂ωi

= −1
2{trV −1

i ZiΨ̇(s)ZT
i − κ−1(vi)rT

i V −1
i ZiΨ̇(s)ZT

i V −1
i ri},

para r = 1, . . . , k, s = 1, . . . , d e ri = Y i −Xiβ, i = 1, . . . , M .

Mostramos a equivalência entre os diagnósticos obtidos por eliminação de
casos e a influência local para esse esquema de perturbação no Apêndice B.

Perturbação da Matriz de Escala dos Efeitos Aleatórios

Seja ω = (ω1, . . . , ωM )T vetor de perturbação M × 1. Para este esquema de
perturbação consideramos que a matriz de escala dos efeitos aleatórios fica
dada por ω−1

i Ψ(λ), em que ωi > 0, i = 1, . . . , M . Temos que ω0 = 1M e o
logaritmo da verossimilhança de dados completos para o modelo perturbado
é dado por L(θ,ω|Y c) =

∑M
i=1 Li(θ, ω|Y c), com

Li(θ,ω|Y c) = −1
2 log |V iω| − κ−1(vi)

2 rT
i V −1

iω ri + log h(vi; ν) + c,

em que V iω = ω−1
i ZiΨZT

i +Σi, ri = Y i−Xiβ para i = 1, . . . , M . Mediante
diferenciação obtemos

∂2L(θ,ω0|Y c)
∂β∂ωi

= κ−1(vi)
2 XT

i V −1
i ZiΨZT

i V −1
i ri,
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∂2L(θ, ω0|Y c)
∂αr∂ωi

= −1
2 tr V −1

i Σ̇i(r)V −1
i ZiΨZT

i

+ κ−1(vi)
2 rT

i V −1
i {Σ̇i(r)V −1

i ZiΨZT
i + ZiΨZT

i V −1
i Σ̇i(r)}V −1

i ri e

∂2L(θ, ω0|Y c)
∂λs∂ωi

= 1
2 trV −1

i ZiΨ̇(s)ZT
i V −1

i (Σi − κ−1(vi)rir
T
i )

+κ−1(vi)
2 rT

i V −1
i Zi{Ψ̇(s)ZT

i V −1
i ZiΨ + ΨZT

i V −1
i ZiΨ̇(s)}ZT

i V −1
i ri,

para r = 1, . . . , k e s = 1, . . . , d.

Perturbação das Variáveis Explicativas

Perturbamos a matriz de planejamento Xi, mediante uma perturbação adi-
tiva numa particular variável explicativa cont́ınua xit(ω) = xit + ωisi em
que xit ∈ Rni denota a t-ésima coluna da matriz Xi, ωi ∈ Rni é vetor de per-
turbação ni-dimensional e si é um fator de escala. Nesse caso ω0 = 0 ∈ RN

com N =
∑M

i=1 ni. Desse modo L(θ,ω|Y c) =
∑M

i=1 Li(θ, ω|Y c), em que

Li(θ,ω|Y c) =− 1
2 log |V i| − κ−1(vi)

2 (ri − sic
T
t βωi)T V −1

i (ri − sic
T
t βωi)

+ log h(vi; ν) + c,

com ri = Y i −Xiβ, para i = 1, . . . ,M e ct vetor p × 1 com 1 na t-ésima
posição e zeros nas restantes. Obtemos que,

∂2L(θ, ω0|Y c)
∂β∂ωT

i

= −κ−1(vi)si(βtX
T
i − ctr

T
i )V −1

i ,

∂2L(θ, ω0|Y c)
∂αr∂ωT

i

= −κ−1(vi)siβtr
T
i V −1

i Σ̇i(r)V −1
i e

∂2L(θ, ω0|Y c)
∂λs∂ωT

i

= −κ−1(vi)siβtr
T
i V −1

i ZiΨ̇(s)ZT
i V −1

i ,

para r = 1, . . . , k, s = 1, . . . , d, em que βt representa o t-ésimo elemento de
β.

Para esse esquema de perturbação a matriz de planejamento perturbada
para o i-ésimo indiv́ıduo fica dada por Xiω = Xi + siωic

T
t , para i =

1, . . . ,M . Desse modo podemos estender esse esquema para perturbar todas
as colunas da matriz Xi, mediante Xiω = Xi + W iSi com W i denotando
uma matriz de perturbação ni × p, Si = diag(si1, . . . , sip) com sij para
j = 1, . . . , p sendo um fator de escala e a matriz de não perturbação é
W 0 = 0.
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Perturbação da Resposta

Seja ω = (ωT
1 , . . . ,ωT

M )T vetor de perturbação N -dimensional, em que N =∑M
i=1 ni e ω0 = 1M . Perturbamos as respostas observadas (Y T

1 , . . . ,Y T
M )T ,

como Y iω = Y i +ωi, i = 1, . . . , M . Para esse esquema de perturbação o lo-
garitmo da verossimilhança de dados completos fica dado por L(θ, ω|Y c) =∑M

i=1 Li(θ, ω|Y c), em que

Li(θ,ω|Y c) =− 1
2 log |V i| − κ−1(vi)

2 (ri + ωi)T V −1
i (ri + ωi)

+ log h(vi; ν) + c.

Diferenciando com relação a ωi e θ, obtemos

∂2L(θ, ω0|Y c)
∂β∂ωT

i

= κ−1(vi)XT
i V −1

i ,

∂2L(θ, ω0|Y c)
∂αr∂ωT

i

= κ−1(vi)rT
i V −1

i Σ̇i(r)V −1
i e

∂2L(θ, ω0|Y c)
∂λs∂ωT

i

= κ−1(vi)rT
i V −1

i ZiΨ̇(s)ZT
i V −1

i ,

para r = 1, . . . , k, s = 1, . . . , d e ri = Y i −Xiβ, i = 1, . . . , M .

Na proxima seção, investigamos a relação entre a matriz de alavancas gene-
ralizadas para dados não observáveis no modelo linear misto hierárquico em
que os efeitos aleatórios são integrados e a influência local para o esquema
de perturbação aditiva na resposta observada.

Perturbação da Matriz de Correlação dentro dos Indiv́ıduos

Baseados na decomposição de escala-correlação dada em (2.19), podemos
perturbar a matriz de correlação dentro dos indiv́ıduos como

Σiω = DiCiωDi, com Ciω = Ci + W i,

em que Ciω é matriz de correlação com W i sendo matriz de perturbação
simétrica ni × ni. Seja ω = (ωT

1 , . . . , ωT
M )T em que ωi = vech(W i) ∈

Rni(ni+1)/2. Nesse caso o vetor de não perturbação é dado por ω0 = 0 e o
logaritmo da verossimilhança de dados completos para o modelo perturbado
fica dado por L(θ, ω|Y c) =

∑M
i=1 Li(θ,ω|Y c), com

Li(θ, ω|Y c) =− 1
2 log |V i + DiW iDi| − κ−1(vi)

2 rT
i (V i + DiW iDi)−1ri

+ log h(vi;ν) + c.
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Utilizando resultados de diferenciação de matrizes, obtemos

∂2L(θ, ω0|Y c)
∂β∂ωT

i

= −κ−1(vi)(rT
i V −1

i Di ⊗XT
i V −1

i Di)Sni ,

∂2L(θ, ω0|Y c)
∂α1r∂ωT

i

= −1
2 vecT (DiV

−1
i Ḋi(r) + Ḋi(r)V −1

i Di + DiV
−1
i F iV

−1
i Di)Sni

− κ−1(vi)
2 vecT (DiV

−1
i {rir

T
i V −1

i F i + F iV
−1
i rir

T
i }V −1

i Di)Sni

+ κ−1(vi)
2 vecT (Ḋi(r)V −1

i rir
T
i V −1

i Di + DiV
−1
i rir

T
i V −1

i Ḋi(r))Sni ,

∂2L(θ, ω0|Y c)
∂α2s∂ωT

i

= 1
2 vecT (DiV

−1
i DiĊi(s)DiV

−1
i Di)Sni

− κ−1(vi)
2 vecT (DiV

−1
i rir

T
i V −1

i DiĊi(s)DiV
−1
i Di)Sni

− κ−1(vi)
2 vecT (DiV

−1
i DiĊi(s)DiV

−1
i rir

T
i V −1

i Di)Sni e

∂2L(θ, ω0|Y c)
∂λt∂ωT

i

= 1
2 vecT (DiV

−1
i ZiΨ̇(t)ZT

i V −1
i Di)Sni

− κ−1(vi)
2 vecT (DiV

−1
i rir

T
i V −1

i ZiΨ̇(t)ZT
i V −1

i Di)Sni

− κ−1(vi)
2 vecT (DiV

−1
i ZiΨ̇(t)ZT

i V −1
i rir

T
i V −1

i Di)Sni ,

para r = 1, . . . , k1, s = 1, . . . , k2, t = 1, . . . , d, em que F i = Ḋi(r)CiDi +
DiCiḊi(r), ri = Y i − Xiβ para i = 1, . . . , M e Si denota a matriz de
duplicação de ordem ni, aqui Ḋi(r) = ∂Di/∂α1r, Ċi(s) = ∂Ci/∂α2s são
avaliadas em θ = θ̂.

Perturbação das Funções de Escala dentro dos Indiv́ıduos

Perturbamos as funções de escala na decomposição de escala-correlação
dada em (2.19) como Diω = DiW

−1
i , em que W i = diag(ωi) é ma-

triz diagonal positiva definida. Nesse caso o vetor de não perturbação
é ω = (ωT

1 , . . . ,ωT
M )T e ω0 = 1N com N =

∑M
i=1 ni. O logaritmo da

verossimilhança de dados completos para o modelo perturbado é dado por
L(θ, ω|Y c) =

∑M
i=1 Li(θ, ω|Y c) em que

Li(θ, ω|Y c) =− 1
2 log |ZiΨZT

i + Σiω| − κ−1(vi)
2 rT

i (ZiΨZT
i + Σiω)−1ri

+ log h(vi;ν) + c,
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em que Σiω = W−1
i ΣiW

−1
i e ri = Y i −Xiβ para i = 1, . . . , M . Diferen-

ciando com relação a W i e θ obtemos que

∂2L(θ, ω0|Y c)
∂β∂ωT

i

= κ−1(vi)(rT
i V −1

i Σi ⊗XT
i V −1

i )S∗ni
,

∂2L(θ, ω0|Y c)
∂αr∂ωT

i

= vec(V −1
i Σ̇i(r)−ΣiV

−1
i Σ̇i(r)V −1

i )S∗ni

+ κ−1(vi) vecT (V −1
i Σ̇i(r)GiΣi + GiΣ̇i(r)V −1

i Σi −GiΣ̇i(r))S∗ni
e

∂2L(θ, ω0|Y c)
∂λs∂ωT

i

= − vecT (V −1
i ZiΨ̇(s)ZT

i V −1
i Σi)S∗ni

+ κ−1(vi) vecT (V −1
i ZiΨ̇(s)ZT

i GiΣi + GiZiΨ̇(s)ZT
i V −1

i Σi)S∗ni
,

para r = 1, . . . , k; s = 1, . . . , d, Gi = V −1
i rir

T
i V −1

i e S∗ni
sendo uma matriz

de duplicação tal que vec(W i) = S∗ni
ωi, i = 1, . . . , M .

2.7 Método de Alavanca Generalizado no Modelo Linear Misto
Hierárquico

Nesta seção derivamos a matriz de alavancas generalizadas para o modelo
linear misto hierárquico usando a proposta para modelos com dados incom-
pletos dada em (2.8). Posteriormente, analizamos a relação entre o método
de alavanca e a influência local considerando perturbações aditivas nas res-
postas observadas.

O vetor de posição para o i-ésimo indiv́ıduo é dado por µi = Xiβ + Zibi e
µi = Xiβ para o modelo linear misto em sua formulação hierárquica quando
bi e vi são não observáveis e quando os efeitos aleatórios bi são integrados,
respectivamente. Para ambos os casos temos que

∂µi

∂βT
= Xi,

∂µi

∂αT
= 0 e

∂µi

∂λT
= 0, i = 1, . . . , M.

Seja µ = (µT
1 , . . . , µT

M )T ∈ RN com N =
∑M

i=1 ni, então temos que a matriz
Jacobiana D = ∂µ/∂θT é dada por D = (X,0,0), em que X tem forma
particionada

X =




X1
...

XM


 . (2.22)

68



De (2.8) temos que a matriz de alavancas generalizadas para o modelo linear
misto hierárquico é dada por

GLQ(θ̂) = D{−Q̈(θ̂)}−1∆,

em que a matriz hessiana Q̈(θ̂) é dada por (2.18) e (2.21), quando bi e vi são
considerados não observáveis e quando os efeitos aleatórios são integrados,
respectivamente, e ∆ = ∂2Q(θ|θ̂)/∂θ∂Y T pode ser particionada como

∆ =




∆1

∆2

∆3


 ,

em que ∆1 = ∂2Q(θ|θ̂)/∂β∂Y T ∈ Rp×N , ∆2 = ∂2Q(θ|θ̂)/∂α∂Y T ∈ Rk×N

e ∆3 = ∂2Q(θ|θ̂)/∂λ∂Y T ∈ Rd×N são avaliadas em θ = θ̂.

A seguir apresentamos a matriz ∂2L(θ|Y c)/∂θ∂Y T para o modelo linear
misto na sua formulação hierárquica, primeiramente no caso em que ambos
bi e vi são não observáveis e posteriormente quando somente as variáveis de
mistura vi são consideradas não observáveis.

Para o modelo linear misto hierárquico dado por (2.17) obtemos que

∂2L(θ|Y c)
∂β∂Y T

i

= κ−1(vi)XT
i Σ−1

i ,
∂2L(θ|Y c)
∂λ∂Y T

i

= 0 e

∂2L(θ|Y c)
∂αr∂Y T

i

= κ−1(vi)εT
i Σ−1

i Σ̇i(r)Σ−1
i ,

para r = 1, . . . , k e εi = Y i −Xiβ −Zibi, i = 1, . . . , M .

Seja Q̈(η̂) =
∑M

i=1 Q̈i(η̂) em que Q̈i(η̂) = ∂2Q1i(β,α|θ̂)/∂η∂ηT
∣∣
θ=θ̂

é dada
em (2.18) e considere

T =
(

T 11 T 12

T T
12 T 22

)
= −Q̈(η̂).

Supondo U = T 11−T 12T
−1
22 T T

12 matriz não-singular, então (veja Magnus e
Neudecker, 1988)

T−1 =
(

U−1 −U−1T 12T
−1
22

−T−1
22 T T

12U
−1 T−1

22 + T−1
22 T T

12U
−1T 12T

−1
22

)
,
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e portanto, obtemos que a matriz de alavancas generalizadas fica dada por

GLQ(θ̂) = (X, 0, 0)
(

T−1 0
0 {−Q̈(λ̂)}−1

)


∆1

∆2

0




= GLQ,β(θ̂) + GLQ,α(θ̂),

em que

GLQ,β(θ̂) = XU−1∆1 e GLQ,α(θ̂) = −XU−1T 12T
−1
22 ∆2.

Por outro lado, para o modelo linear misto hierárquico dado por (2.20) é
posśıvel mostrar que

∂2L(θ|Y c)
∂β∂Y T

i

= κ−1(vi)XT
i V −1

i ,

∂2L(θ|Y c)
∂αr∂Y T

i

= κ−1(vi)rT
i V −1

i Σ̇i(r)V −1
i e

∂2L(θ|Y c)
∂λs∂Y T

i

= κ−1(vi)rT
i V −1

i ZiΨ̇(s)ZT
i V −1

i ,

para r = 1, . . . , k, s = 1 . . . , d e ri = Y i −Xiβ para i = 1, . . . ,M .

Considere R = {−Q̈(θ̂)}−1 em que Q̈(θ̂) =
∑M

i=1 Q̈i(θ̂) com Q̈i(θ̂) dada
em (2.21). Particionando R como

R =




R11 R12 R13

RT
12 R22 R23

RT
13 RT

23 R33


 ,

obtemos que a matriz de alavancas generalizadas assume a forma

GLQ(θ̂) = (X, 0, 0)




R11 R12 R13

RT
12 R22 R23

RT
13 RT

23 R33







∆1

∆2

∆3




= GLQ,β(θ̂) + GLQ,α(θ̂) + GLQ,λ(θ̂),

em que

GLQ,β(θ̂) =XR11∆1, GLQ,α(θ̂) = XR12∆2 e

GLQ,λ(θ̂) = XR13∆3,
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Para cada um dos enfoques considerados, isto é, tanto quando consideramos
bi e vi não observáveis assim como para o modelo em que as variáveis de
mistura vi são não observáveis, podemos definir a matrizes de alavancas
generalizadas para o i-ésimo indiv́ıduo como

GLQ,i(θ̂) = Di

{
−

M∑

i=1

Q̈i(θ̂)
}−1

∆i, i = 1, . . . , M,

em que Di = ∂µi/∂θT = (Xi,0,0) e ∆i = ∂2Q(θ|θ̂)/∂θ∂Y T
i ∈ Rp∗×ni ,

para i = 1, . . . , M com p∗ = p + k + d.

Notamos alguma similaridade entre as matrizes de alavancas generalizadas
para os modelos lineares mistos em suas formulações marginal e hierárquica.
Em efeito, tanto para o modelo marginal assim como para o modelo hierárquico
em que os efeitos aleatórios são integrados a matriz de alavancas generali-
zadas GLQ(θ̂) depende das quantidades GLQ,β(θ̂), GLQ,α(θ̂) e GLQ,λ(θ̂).

Por outro lado, a matriz de alavancas generalizadas no modelo hierárquico
em que ambos bi e vi são considerados não observáveis, temos que GLQ(θ̂)
é decomposto somente em GLQ,β(θ̂), GLQ,α(θ̂), ainda assim, a partir da
equação (1.17) e notando que b̂i = bi(θ̂) observamos que informação relativa
a λ̂ é inclúıda em GLQ,α(θ̂) uma vez que essa quantidade depende do reśıduo
condicional ei = Y i −Xiβ̂ −Zib̂i.

2.7.1 Conexão entre o Método de Alavanca Generalizado para
Dados Incompletos e o Procedimento de Influência Local

Para examinar a relação entre a matriz de alavancas generalizadas e a in-
fluência local sob perturbações aditivas no vetor de respostas observadas
consideramos que α e λ são parâmetros fixos. Desse modo, a matriz de
alavancas generalizadas para o modelo linear misto hierárquico em que bi e
vi são não observáveis fica dada por

GLQ(θ̂) = X{−Q̈(β̂)}−1XT Σ̂
∗

= X
( M∑

i=1

κ̂iX
T
i Σ̂

−1

i Xi

)−1
XT Σ̂

∗
, (2.23)

com X sendo definida em (2.22) e Σ̂
∗

= blc diag(κ̂1Σ̂1, . . . , κ̂MΣ̂M ). Temos
que a curvatura normal para este caso é dada por

B = −∆T
1 {Q̈(β̂)}−1∆1,
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com ∆1 = XT Σ̂
∗
. Comparando B com (2.23) temos que a relação entre

a curvatura normal e a matriz de alavancas generalizadas fica como B =
Σ̂
∗
GLQ(θ̂).

Para o modelo linear misto hierárquico em que somente as variáveis de
mistura vi são não observáveis temos que a matriz de alavancas generalizadas
é dada por

GLQ(θ̂) = X{−Q̈(β̂)}−1XT V̂
∗

= X
( M∑

i=1

κ̂iX
T
i V̂

−1

i Xi

)−1
XT V̂

∗
, (2.24)

em que V̂
∗

= blc diag(κ̂1V̂ 1, . . . , κ̂M V̂ M ) com V̂ i = ZiΨ̂ZT
i + Σ̂i, i =

1, . . . ,M . A curvatura normal associada ao modelo linear misto hierárquico
definido por (2.20) assume a forma

B = −∆T
1 {Q̈(β̂)}−1∆1,

em que ∆1 = XT V̂
∗
. Para GLQ(θ̂) definida por (2.24) temos que a relação

entre a curvatura normal e a matriz de alavancas generalizadas fica dada
como B = V̂

∗
GLQ(θ̂).

A conexão explorada acima sugere que a proposta do método de alavanca
para dados incompletos baseado na Q-função proveniente da esperança condi-
cional do logaritmo da função de verossimilhança de dados completos, pode
ser útil para propósitos de diagnóstico em modelos complexos.

2.8 Considerações Computacionais

Uma cŕıtica habitual ao enfoque de influência local proposto por Cook (1986)
é que o cálculo de Chmax e hmax envolve a decomposição espectral da ma-
triz B = −∆T L̈

−1
∆ ou B = −∆T Q̈

−1
∆, quando consideramos a função

Q-afastamento, que dependendo da dimensão do vetor de perturbação ω ∈
Ω ⊂ Rq pode ser uma operação de alto custo computacional (veja por exem-
plo, Lesaffre e Verbeke, 1998, Cadigan e Farrell, 2002 e Pan e Fang, 2002).
Verbeke e Molenberghs (2000) consideram um procedimento para evitar esse
problema mediante notar que o posto da matriz B é p∗ = p + k + d o qual
freqüentemente é pequeno com relação a q. O método baseia-se em consi-
derar um fator raiz-quadrada de (−L̈)−1 = GT G e obter a decomposição
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espectral de B∗ = G∆∆T GT , e como B e B∗ contêm os mesmos autova-
lores não zeros, hmax pode ser obtido a partir de B∗. Contudo, formar a
matriz de produtos cruzados B∗ não é um procedimento recomendado do
ponto de vista computacional (veja Golub e van Loan, 1996).

Nesta seção propomos calcular hmax e Chmax usando a decomposição valor
singular (Golub e van Loan, 1996) de M = ∆T GT em que G é um fator
raiz-quadrada de (−L̈)−1 ou (−Q̈)−1 no caso de utilizar como medida de
influência a função Q-afastamento. Notamos que a informação dada pela
decomposição espectral de B, isto é,

B =
q∑

j=1

δjvjv
T
j ,

em que {(δj , v
T
j )T }q

j=1 correspondem aos autovalores e autovetores de B
tais que δ1 ≥ · · · ≥ δp∗ > δp∗+1 = · · · = δq = 0, pode ser recuperada
considerando a decomposição valor singular (SVD) de M = ∆T GT dada
por M = V DUT , em que V ∈ Rq×p∗ é matriz ortogonal por colunas,
D = diag(δ1/2

1 , . . . , δ
1/2
p∗ ) e U é matriz ortogonal p∗ × p∗. Usando a decom-

posição SVD temos que a curvatura normal assume a forma B = MMT =
V D2V T em que a matriz D2 contém os autovalores não zeros de B e seus
os autovetores associados são dados pelas colunas de V .

Algumas das vantagens da decomposição SVD para a obtenção da direção
hmax são: não é requerido formar explicitamente a matriz B = −∆T L̈

−1
∆

(ou B = −∆T Q̈
−1

∆), os requerimentos de armazenamento são mı́nimos
uma vez que é posśıvel armazenar V no espaço requerido para o armazena-
mento de ∆, também notamos que usando essa decomposição obtemos toda
a informação requerida para a curvatura B, pois

B =
p∗∑

j=1

δjvjv
T
j = V D2V T ,

e finalmente observamos que os algoritmos dispońıveis para o cálculo da
decomposição SVD são superiores em termos de eficiência e estabilidade do
que suas contrapartes para obter a decomposição espectral (veja Belsley,
1991 e Golub e van Loan, 1996).
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2.8.1 Implementação

Implementamos os procedimentos para a análise de influência local e o
método de alavanca generalizado em modelos lineares mistos hierárquicos
considerando a classe de distribuições de mistura de escala normal na bi-
blioteca para S-Plus, roblme.

Para o cálculo da curvatura normal B assim como a direção hmax utilizamos
as bibliotecas de programas Blas ńıveis 2 e 3 (Dongarra, Du Croz, Ham-
marling e Hanson, 1988 e Dongarra, Du Croz, Hammarling e Duff, 1990) e
Linpack (Dongarra, Bunch, Moler e Stewart, 1979). A biblioteca roblme é
dispońıvel em http://www.ime.usp.br/∼osorio/roblme/.
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Caṕıtulo 3

Aplicações

Para ilustrar as metodologias desenvolvidas nos caṕıtulos anteriores realizamos
estudos de diagnóstico de influência em três conjuntos de dados. Considera-
mos o estudo de ortodontia apresentado por Potthoff e Roy (1964), o estudo
reprodutivo em roedores reportado por Dempster et al. (1984) e finalmente o
conjunto de dados de capacidade vital pulmonar introduzido por Barnett (1969).
Na seção final são apresentadas algumas considerações.

3.1 Dados Dentais

Considere o conjunto de dados dentais introduzidos por Potthoff e Roy
(1964) em que medições dentais foram realizadas em 11 meninas e 16 meni-
nos nas idades 8, 10, 12 e 14 anos. A variável resposta foi a distância,
em miĺımetros, da pituitaria à fissura pterigomaxilar. A Figura 3.1 apre-
senta os perfis individuais dos grupos de meninas e meninos. Vários autores
têm analisado este conjunto de dados. Por exemplo, Pendergast e Brof-
fitt (1985) consideram procedimentos de estimação robusta em modelos de
curvas de crescimento enquanto Pinheiro, Liu e Wu (2001) usaram um mo-
delo linear misto considerando a distribuição t de Student numa formulação
hierárquica. Estudos de sensibilidade são abordados por Pan, Fang e von
Rosen (1997) e Pan e Bai (2003) usando o método de influência local em
modelos de curvas de crescimento e Pan (2002) considera procedimentos de
eliminação de casos. Mais recentemente, Savalli, Paula e Cysneiros (2006)
aplicam um teste tipo-score para os componentes de variância. Em todos
esses trabalhos observações aberrantes assim como influentes foram detec-
tadas sob erros normais, indicando que métodos robustos podem ser usados.
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Figura 3.1: Perfis individuais para o conjunto de dados de ortodontia.

Desse modo, sugerimos analizar este conjunto de dados usando o modelo de
intercepto e inclinação aleatórios:

Y i = Xiβ + Zibi + εi, i = 1, . . . , 27,

em que Y i é um vetor aleatório 4-dimensional para as respostas do i-ésimo
indiv́ıduo, Xi corresponde à matriz de planejamento 4× 4 dada por,

Xi =




1 8 0 0
1 10 0 0
1 12 0 0
1 14 0 0




para o grupo das meninas, e

Xi =




0 0 1 8
0 0 1 10
0 0 1 12
0 0 1 14




para o grupo dos meninos, β = (α1, β1, α2, β2)T é o vetor de parâmetros
associados aos efeitos fixos, em que α1 e β1 representam o intercepto e a
inclinação para o grupo das meninas enquanto α2 e β2 correspondem ao
intercepto e inclinação para o grupo dos meninos, respectivamente, e Zi é a
matriz de planejamento 4× 2 para os efeitos aleatórios bi dada por

ZT
i =

(
1 1 1 1
8 10 12 14

)
, i = 1, . . . , 27.
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Assumimos que a distribuição conjunta de (Y T
i , bT

i )T é da forma
(

Y i

bi

)
∼ EC6

((
Xiβ
0

)
,

(
ZiΨZT

i + φI4 ZiΨ
ΨZT

i Ψ

)
; g

)
,

em que Ψ é considerada uma matriz simétrica não-estruturada 2 × 2 com
elementos ψ11, ψ12 e ψ22. As inferências serão baseadas no modelo marginal
dado por Y i ∼ EC4(Xiβ, V i(τ ); g), para i = 1, . . . , 27, em que V i(τ ) =
ZiΨZT

i + φI4 com τ = (ψ11, ψ12, ψ22, φ)T . Note que o modelo está na
formulação marginal apresentada em (1.2).

Análises dos Modelos Ajustados

Para fins comparativos consideramos nas nossas análises as distribuições t
de Student, exponencial potência e normal. Seguindo Lange, Little e Taylor
(1989) usamos o critério de informação de Schwarz para a escolha dos graus
de liberdade ν para a distribuição t de Student e do parâmetro de forma λ
no caso da distribuição exponencial potência; desse modo, obtivemos ν = 5 e
λ = 2

3 , respectivamente. Portanto, para ambos os modelos distribuições com
caudas pesadas serão assumidas para os erros aleatórios. As estimativas de
máxima verossimilhança de θ = (βT , τT )T para os três modelos ajustados
são apresentadas na Tabela 3.1.

Tabela 3.1: Estimativas de máxima verossimilhança para os três modelos
ajustados ao conjunto de dados dentais.

Normal t de Student Exponencial potência
Parâmetro Estimativa E.P. Estimativa E.P. Estimativa E.P.
α1 17,373 (1,182) 17,610 (0,992) 17,568 (1,095)
β1 0,480 (0,100) 0,459 (0,084) 0,462 (0,093)
α2 16,341 (0,980) 16,948 (0,823) 16,699 (0,908)
β2 0,784 (0,083) 0,716 (0,070) 0,744 (0,077)
ψ11 4,557 (4,672) 3,270 (2,950) 1,185 (1,100)
ψ12 -0,198 (0,379) -0,133 (0,233) -0,053 (0,088)
ψ22 0,024 (0,034) 0,020 (0,022) 0,007 (0,008)
φ 1,716 (0,330) 0,887 (0,223) 0,358 (0,079)

Podemos notar pela Tabela 3.1 que as estimativas do intercepto e da in-
clinação são similares entre os três modelos ajustados, contudo os erros
padrão para os modelos t de Student e exponenial potência são menores do
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que os obtidos para o modelo normal, indicando que os dois modelos com
caudas mais pesadas parecem produzir estimativas de máxima verossimi-
lhança mais precisas. As inferências para os componentes da escala são
similares para os três modelos ajustados, porém as estimativas não são com-
paráveis pois estão em diferentes escalas.

Com o intuito de detectar observações aberrantes em modelos eĺıpticos mul-
tivariados a distância de Mahalanobis Ui = (Y i −Xiβ)T V −1

i (Y i −Xiβ),
i = 1, . . . ,M , tem sido considerada (Little, 1988, Lange, Little e Taylor, 1989
e Copt e Victoria-Feser, 2006). Para o caso normal, temos que Ui segue uma
distribuição qui-quadrado com ni graus de liberdade. Deste modo, pode-
mos usar os percentis χ2

ni
(ξ), em que 0 < ξ < 1 como uma medida para

identificação de pontos aberrantes. As distâncias de Mahalanobis modifi-
cadas, Fi = Ui/ni ∼ Fni,ν e Ti = Uλ

i ∼ Gama( ni
2λ , 1

2) podem também ser
consideradas para as distribuições t de Student com ν graus de liberdade e
exponencial potência com parâmetro de forma λ, respectivamente. A Figura
3.2 apresenta os gráficos de ı́ndices de tais distâncias para os três modelos
ajustados. As linhas segmentadas correspondem ao percentil ξ = 0, 975.
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Figura 3.2: Gráficos de ı́ndices das distâncias de Mahalanobis para os três
modelos ajustados.

Pode-se apreciar a partir dessas figuras que as observações 20 e 24 cor-
respondentes às medições associadas aos meninos 9 e 13, aparecem como
posśıveis observações aberrantes. As ponderações atribúıdas pelo procedi-
mento de estimação para esses dois meninos são as menores para ambos os
modelos ajustados em que distribuições com caudas pesadas são utilizadas
(veja Figura 3.3), confirmando deste modo os aspectos de robustez dos es-
timadores de máxima verossimilhança contra observações aberrantes. Com
fins comparativos, a função de pesos para o caso normal (qi(θ) = 1, ∀ i), é
indicada como uma linha segmentada nos gráficos da Figura 3.3.
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Figura 3.3: Pesos estimados para os modelos t de Student e exponencial
potência.

A Figura 3.4 apresenta os gráficos de distâncias transformadas (Lange et
al., 1989, veja também Galea et al., 2005) para os três modelos ajustados,
que parecem indicar que tanto o modelo t quanto o exponencial potência
proporcionam um melhor ajuste do que o modelo sob erro normal.
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Figura 3.4: Gráficos de distâncias transformadas para os três modelos ajus-
tados.

Para identificar observações influentes nos modelos ajustados no conjunto
de dados de ortodontia, apresentamos os diagramas de ı́ndices da curvatura
conformal Bi sob três esquemas de perturbação discutidos na Seção 2.4.
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Ponderação de Casos: baseados neste esquema de perturbação, os gráficos
de ı́ndices de Bi(β) e Bi(τ ) para os três modelos ajustados são apresentados
nas Figuras 3.5-3.6, respectivamente.
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Figura 3.5: Gráficos de ı́ndices de Bi para β̂ sob ponderação de casos.
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Figura 3.6: Gráficos de ı́ndices de Bi para τ̂ sob ponderação de casos.

Notamos que sob erros normais o indiv́ıduo 24 se destaca como o mais in-
fluente em β̂ assim como uma influência menor dos indiv́ıduos 10, 11, 15 e
21. Não são apreciadas observações que influenciem de forma relevante os
resultados sob erros t de Student e exponencial potência. Esses resultados
concordam com os reportados por Pan, Fang e von Rosen (1997), Pan (2002)
e Pan e Bai (2003), e também com os comentários dados em Pinheiro, Liu e
Wu (2001) e Savalli, Paula e Cysneiros (2006). Por outro lado, observando
a Figura 3.6 pode-se notar a grande influência da observação 20 em τ̂ sob
erro normal. Os gráficos de ı́ndices de Bi(θ) são similares aos apresentados
na Figura 3.6 e portanto tais considerações também são válidas para θ̂.

Perturbação da Matriz de Escala: as Figuras 3.7 e 3.8 apresentam os
gráficos de ı́ndices de Bi(β) e Bi(τ ), para os modelos normal, t de Student
e exponencial potência. Os gráficos de ı́ndices de Bi(θ) não são apresentados
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por serem muito similares àqueles apresentados na Figura 3.8.

indice

B
i

0 5 10 15 20 25

0.
0

0.
1

0.
2

0.
3

0.
4

normal

15

2111

10

24

indice

B
i

0 5 10 15 20 25

0.
0

0.
1

0.
2

0.
3

0.
4

2
6

8
4

17

t de Student

indice

B
i

0 5 10 15 20 25

0.
0

0.
1

0.
2

0.
3

0.
4

exponencial potencia

Figura 3.7: Gráficos de ı́ndices de Bi para β̂ sob perturbação da matriz de
escala.
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Figura 3.8: Gráficos de ı́ndices de Bi para τ̂ sob perturbação da matriz de
escala.

As Figuras 3.7 e 3.8 são similares às Figuras 3.5 e 3.6, exceto que sob erro
t de Student cinco observações têm influência moderada em β̂, enquanto
que sob erro exponencial potência uma observação é apontada com alguma
influência em τ̂ . Tais resultados concordam com os reportados por Pan,
Fang e von Rosen (1997), Pan (2002) e Pan e Bai (2003) sob erros normais.

Perturbação da Resposta: para o esquema de perturbação da resposta
apresentamos o diagrama de ı́ndices de Bi(θ) na Figura 3.9. Notamos que
a partir desse esquema de perturbação podemos examinar a influência das
medições dentro da cada um dos indiv́ıduos. A partir da Figura 3.9 apreci-
amos alguma influência no modelo sob erro normal, especificamente quando
as respostas dos indiv́ıduos 20 e 24 são perturbadas.
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Figura 3.9: Gráfico de ı́ndices de Bi para θ̂ sob perturbação da resposta.

3.2 Estudo Reprodutivo em Roedores

Estes dados foram reportados por Dempster et al. (1984) e correspondem
a um estudo em roedores com o objetivo de determinar o efeito de um
composto toxicológico experimental no desempenho reprodutivo. A variável
resposta foi o peso ao nascer, em gramas, de suas crias. Dez fêmeas re-
produtoras foram destinadas aleatoriamente a 3 tratamentos (controle, dose
baixa e alta de uma certa substância experimental). Tem-se observações
somente para 7 ninhadas no grupo que recebeu a dose alta e um número
diferente de crias é dispońıvel para cada uma das ninhadas. Existem duas
fontes principais de variação aleatória: entre e dentro da ninhada. Demp-
ster et al. (1984) adotaram um modelo com efeitos mistos sob normalidade
e incluiram efeitos fixos de tratamento, tamanho da ninhada e sexo da cria.
Desse modo consideram o modelo

Yijkl = βj + bi + γLij + δSk + εijkl, i = 1, . . . , 27,

j = 1, 2, 3, k = 0, 1 e l = 1, . . . , li, (3.1)
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em que Yijkl representa o peso ao nascer da l-ésima cria na i-ésima ninhada
(i = 1, . . . , 27) para o j-ésimo tratamento (j = 1, 2, 3) com sexo k (k = 0, 1);
βj é o efeito fixo do tratamento j; bi denota o efeito aleatório da ninhada no
tratamento j; Lij é o tamanho da ninhada i associada ao j-ésimo tratamento;
Sk representa o efeito fixo do sexo da cria, e εijkl é o erro aleatório dentro da
ninhada. A Figura 3.10 apresenta o peso das crias organizado por ninhada.
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Figura 3.10: Peso das crias para cada ninhada.

Rosa, Padovani e Gianola (2003) observam que existem algumas crias cujo
peso não é bem ajustado pelo modelo com efeitos mistos sob normalidade e
consideram a estimação no modelo linear misto usando misturas de escala
normal sob uma perspectiva bayesiana.

O modelo em (3.1) pode ser escrito como:

Y i = Xiβ + Zibi + εi, i = 1, . . . , 27,

em que Y i denota o vetor ni-dimensional dos pesos observados para as crias
na i-ésima ninhada, Xi matriz de planejamento associada ao modelo (3.1)
com β = (β1, β2, β3, γ, δ)T , Zi = 1ni é a matriz de planejamento para os
efeitos aleatórios e εi representa um erro aleatório.
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Assumimos o modelo:

Y i|bi, vi
ind∼ Nni(Xiβ + Zibi, κ(vi)φIni), bi|vi

ind∼ N(0, κ(vi)ψ) e

vi
ind∼ H(vi; ν), i = 1, . . . , 27,

em que H(vi;ν) é a função de distribuição para as variáveis de mistura e κ(·)
é uma função positiva. Logo, apreciamos que o modelo está na formulação
hierárquica dada em (1.4).

Análises dos Modelos Ajustados

Neste conjunto de dados, consideramos que a variável de mistura segue uma
distribuição gama e uma estável positiva, isto é, assumimos que a resposta
marginal segue uma distribuição t de Student e exponencial potência (veja
Seção 1.3.3). Também apresentamos os resultados para o modelo normal.
Foram escolhidos ν = 4 e λ = 2

3 para os graus de liberdade na distribuição
t de Student e para o parâmetro de forma da exponencial potência, respec-
tivamente. As estimativas de máxima verossimilhança para os três modelos
ajustados são apresentadas na Tabela 3.2.

Tabela 3.2: Estimativas de máxima verossimilhança para os três modelos
ajustados aos dados de peso de roedores.

Normal t de Student Exponencial potência
Parâmetro Estimativa E.P. Estimativa E.P. Estimativa E.P.
β1 7,853 (0,231) 7,757 (0,231) 7,862 (0,191)
β2 7,430 (0,227) 7,312 (0,227) 7,435 (0,185)
β3 6,969 (0,188) 6,821 (0,188) 6,974 (0,157)
γ -0,119 (0,016) -0,110 (0,016) -0,119 (0,013)
δ 0,297 (0,048) 0,254 (0,037) 0,268 (0,044)
φ 0,168 (0,016) 0,090 (0,018) 0,022 (0,002)
ψ 0,059 (0,003) 0,059 (0,002) 0,010 (0,001)

Pode-se apreciar que as estimativas para os três modelos considerados são
muito similares, contudo para os parâmetros associados à escala τ = (φ, ψ)T

tais estimativas não são comparáveis.

Usando o gráfico de distâncias de Mahalanobis (Figura 3.11) detectamos
as ninhadas 5 e 6 como posśıveis observações aberrantes. Note que tais
observações recebem ponderações pequenas no processo de estimação tanto
sob o modelo t de Student quanto exponencial potência (veja Figura 3.12).
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Este fato indica, portanto, que os estimadores de máxima verossimilhança
obtidos a partir de modelos na classe das misturas de escala normal apre-
sentam qualidades robustas.
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Figura 3.11: Gráficos de ı́ndices das distâncias de Mahalanobis para os três
modelos ajustados.
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Figura 3.12: Pesos estimados para os modelos t de Student e exponencial
potência.

Os gráficos de distâncias transformadas para os três modelos ajustados dados
na Figura 3.13 indicam que o modelo t proporciona um melhor ajuste do
que os modelos normal ou exponencial potência.

Considere os gráficos de reśıduos condicionais e∗i = (Y i−Xiβ̂−Zib̂i)/φ̂ 1/2

e das b-distâncias Ubi = bT
i Ψ−1bi estimadas (sob normalidade) apresentados

na Figura 3.14. Pode-se apreciar que existem crias nas ninhadas 5, 6 e 18
que podem ser catalogadas como ε-outliers (compare com Figura 3.11). Note
que sob normalidade E(Ubi

) = q, deste modo, é esperado que para o modelo
normal, Ubi esteja próximo de q. Isto indica, portanto, que a ninhada 9 pode
ser considerada um b-outlier.
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Figura 3.13: Gráficos de distâncias transformadas para os três modelos ajus-
tados.
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Figura 3.14: Gráficos de reśıduos condicionais e b-distâncias para o modelo
normal.

A seguir identificamos observações influentes usando o procedimento de in-
fluência local. Consideramos os esquemas de perturbação de ponderação de
casos, da matriz de escala dos efeitos aleatórios e da resposta.

Ponderação de Casos: apresentamos nas Figuras 3.15-3.16 os gráficos de
ı́ndices de Bi(β) e Bi(τ ) para os três modelos ajustados.

Observamos a partir da Figura 3.15 que a ninhada 6 destaca-se como a que
exerce a maior influência em β̂ no modelo sob erros normais; para os modelos
sob erros t de Student e exponencial potência, a influência da ninhada 6 é
reduzida. Contudo, nesses modelos nota-se alguma influência das ninhadas
7 e 9.

Com relação à Figura 3.16, podemos observar que para todos os mode-
los ajustados, as ninhadas 7, 8 e 9 têm influência sobre as estimativas dos
parâmetros associados à escala τ̂ . Isto parece indicar alguma vulnerabilidade
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das estimativas de máxima verossimilhança para os três modelos considera-
dos com relação a b-outliers (veja Figura 3.14).
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Figura 3.15: Gráficos de ı́ndices de Bi para β̂ sob ponderação de casos.
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Figura 3.16: Gráficos de ı́ndices de Bi para τ̂ sob ponderação de casos.

Perturbação da Matriz de Escala dos Efeitos Aleatórios: para este es-
quema de perturbação podemos notar que a curvatura normal assume a
forma (veja Seção 2.6.1):

CfQ,h(θ) = −2hT∆T
ω0

Q̈
−1

(θ̂)∆ω0h

= −2hT∆T
3,ω0

Q̈
−1

(λ̂)∆3,ω0h

= CfQ,h(λ),

em que Q̈
−1

(λ̂) é dada na equação 2.18 e ∆3,ω0 é a submatriz de ∆ asso-
ciada ao vetor de parâmetros λ. Deste modo, este esquema de perturbação
coloca especial ênfase na influência sobre os parâmetros associados aos efeitos
aleatórios.

Baseados nos gráficos de ı́ndices de Bi(ψ) para os três modelos ajustados
dados na Figura 3.17 podemos notar que a influência exercida pelas ob-
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servações é bastante similar para os três modelos considerados e revelam
pouca habilidade por parte dos modelos com caudas mais pesadas do que a
normal para diminuir a influência das ninhadas 7, 8 e 9. Isto pode ser devido
à existência de observações consideradas como b-outliers (veja Figura 3.14).
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Figura 3.17: Gráficos de ı́ndices de Bi para ψ̂ sob ponderação da matriz de
escala dos efeitos aleatórios.

Perturbação da Resposta: considerando o diagrama de ı́ndices de Bi(β)
dado na Figura 3.18 notamos que para os três modelos ajustados, as nin-
hadas 3 e 12 exercem forte influência nas medições do peso das crias pos-
sivelmente devido ao fato de serem ninhadas de tamanho pequeno, com uma
maior vulnerabilidade para o modelo sob erro exponencial potência.
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Figura 3.18: Gráfico de ı́ndices de Bi para β̂ sob perturbação da resposta.
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3.3 Capacidade Vital Pulmonar

A seguir analizamos o conjunto de dados apresentados por Barnett (1969)
em que é avaliada a qualidade de dois instrumentos, um de tipo padrão e
outro novo, para medir a capacidade vital pulmonar num grupo de 72 pa-
cientes. O instrumento padrão requer um operador experiente enquanto o
instrumento novo é mais fácil de operar. Foram consideradas quatro com-
binações instrumento-operador (Theobald e Mallinson, 1978):

Instrumento 1: instrumento padrão e operador experiente,

Instrumento 2: instrumento padrão e operador não experiente,

Instrumento 3: instrumento novo e operador experiente e

Instrumento 4: instrumento novo e operador não experiente.

Consideramos o seguinte modelo:

Y i = µ + 1zi + εi, i = 1, . . . , 72, (3.2)

em que Y i = (Yi1, . . . , Yi4)T com Yij sendo a medição da capacidade vital
fornecida pelo instrumento j para o paciente i; i = 1, . . . , 72 e j = 1, . . . , 4,
µ = (µ1, . . . , µ4)T , εi = (εi1, . . . , εi4)T é vetor aleatório tetra-dimensional e
zi denota uma variável aleatória com medida de posição 0 e escala φx.

Vamos supor a seguinte formulação hierárquica:

Y i|zi
ind∼ SMN4(µ + 1zi, D(φ);H) e

zi
ind∼ SMN(0, κ(vi)φx;H), i = 1, . . . , 72,

em que D(φ) = diag(φ1, . . . , φ4) e H denota a função de distribuição da
variável de mistura e κ(·) é uma função positiva.

O modelo dado em (3.2) corresponde a um caso particular do modelo linear
com efeitos mistos. Contudo, freqüentemente pode ser interessante con-
siderar tal modelo como um caso particular do modelo de Barnett (Bar-
nett, 1969). Nesse contexto, o modelo (3.2) é conhecido como modelo de
Grubbs (Grubbs, 1948, 1973, 1983). Detalhes relativos ao procedimento de
estimação por máxima verossimilhança assim como diagnóstico de influência
no modelo de Grubbs em (3.2) são dados no Apêndice C.
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Análises dos Modelos Ajustados

Consideramos que as variáveis de mistura seguem uma distribuição gama,
estável positiva com massa pontual em vi, ou equivalentemente, que a res-
posta marginal tem distribuição t de Student, exponencial potência e nor-
mal, respectivamente. Foram escolhidos ν = 8 e λ = 0, 75 para os graus de
liberdade na distribuição t e para o parâmetro de forma da distribuição ex-
ponencial potência, respectivamente. Todas as nossas análises foram obtidas
usando a biblioteca para S-Plus robscc dispońıvel em http://www.ime.usp.br/

∼osorio/robscc/. A seguir apresentamos as estimativas dos parâmetros para
o conjunto de dados de capacidade vital pulmonar.

Tabela 3.3: Estimativas de máxima verossimilhança para os três modelos
ajustados ao conjunto de dados de capacidade pulmonar.

Normal t de Student Exponencial potência
Parâmetro Estimativa E.P. Estimativa E.P. Estimativa E.P.
µ1 22,461 (0,971) 21,846 (0,952) 22,013 (0,965)
µ2 21,757 (0,945) 21,196 (0,930) 21,355 (0,940)
µ3 21,486 (0,967) 20,881 (0,950) 21,080 (0,961)
µ4 21,022 (0,969) 20,562 (0,953) 20,724 (0,964)
φ1 4,998 (1,021) 3,592 (0,872) 1,918 (0,459)
φ2 1,413 (0,666) 0,999 (0,775) 0,538 (0,975)
φ3 4,383 (0,924) 3,392 (0,836) 1,703 (0,422)
φ4 4,633 (0,963) 3,713 (0,895) 1,832 (0,444)

Obtivemos também φ̂x como 62,907; 52,351 e 25,725 para os modelos normal,
t de Student e exponencial potência, respectivamente. Podemos notar que
as inferências para os três modelos ajustados são similares e que os modelos
t de Student e exponencial potência apresentam uma tendência a produzir
estimativas mais precisas. Usando o gráfico de distâncias de Mahalanobis
modificadas (veja Figura 3.19) detectamos os pacientes 4, 25 e 67 como
posśıveis observações aberrantes. Pode-se notar porém, que para o caso do
modelo com erro t, nenhuma observação é catalogada como aberrante.

O diagrama dos pesos estimados contra as distâncias de Mahalanobis dado
na Figura 3.20 revela claramente que observações aberrantes recebem pon-
derações pequenas no processo de estimação por máxima verossimilhança
quando distribuições com caudas pesadas são utilizadas.
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Figura 3.19: Gráficos de ı́ndices das distâncias de Mahalanobis para os três
modelos ajustados.
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Figura 3.20: Pesos estimados para os modelos t de Student e exponencial
potência.
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Figura 3.21: Gráficos de distâncias transformadas para os três modelos ajus-
tados.
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A Figura 3.21 mostra o gráfico das distâncias transformadas para os três
modelos ajustados. Como podemos observar tanto o modelo com erro t de
Student quanto o exponencial potência apresentam um melhor ajuste do que
o modelo sob erro normal.

A seguir identificamos observações influentes para o conjunto de dados de
Barnett usando a curvatura conformal Bi. Focamos nossa atenção em
θ1 = (µT ,φT )T e consideramos os esquemas de perturbação de ponderação
de casos e a perturbação simultânea das medições dos instrumentos. Di-
agnósticos de influência neste conjunto de dados têm sido considerados por
Galea, Bolfarine e de Castro (2002), Galea, Bolfarine e Vilca (2005) e La-
chos, Vilca e Galea (2006).

Ponderação de Casos: considerando as Figuras 3.22-3.23, notamos que sob
erro normal são identificados os pacientes 4, 25 e 67 como influentes tanto em
µ̂ quanto em φ̂. Tais resultados coincidem com os reportados por Lachos,
Vilca e Galea (2006). Como esperado, a influência dessas observações é
reduzida quando consideramos distribuições com caudas mais pesadas que a
normal e, tal como é indicado por Galea, Bolfarine e Vilca (2005) para este
conjunto de dados o modelo t com graus de liberdade pequenos acomoda
melhor as observações influentes.
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Figura 3.22: Gráficos de ı́ndices de Bi para µ̂ sob ponderação de casos.

Perturbação da Resposta: podemos destacar na Figura 3.24 os pacientes
4, 24, 25, 62, 63 e 67 indicando que este esquema de perturbação parece
distinguir observações com alta variabilidade entre as medições fornecidas
pelos diferentes instrumentos. Contudo, novamente é posśıvel apreciar que
para os modelos t de Student e exponencial potência, a influência dessas
observações é reduzida.

92



indice

B
i

0 20 40 60

0.
0

0.
05

0.
10

0.
15

0.
20

0.
25

normal

25
67

4

indice
B

i

0 20 40 60

0.
0

0.
05

0.
10

0.
15

0.
20

0.
25

t de Student

4

indice

B
i

0 20 40 60

0.
0

0.
05

0.
10

0.
15

0.
20

0.
25

exponencial potencia

4

Figura 3.23: Gráficos de ı́ndices de Bi para φ̂ sob ponderação de casos.
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Figura 3.24: Gráfico de ı́ndices de Bi para θ̂1 sob perturbação da resposta.
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3.4 Comentários Finais

Através dos estudos de influência considerados podemos notar alguns as-
pectos de robustez dos modelos eĺıpticos com caudas mais pesadas do que
a distribuição normal. É importante salientar a capacidade de tais mode-
los para atribuir ponderações pequenas no processo de estimação para as
observações aberrantes. Tais resultados concordam com as considerações
que a este respeito apresentam Lange, Little e Taylor (1989) e Kowalski,
Mendoza-Blanco, Tu e Gleser (1999) assim como com os comentários de Pi-
nheiro, Liu e Wu (2001) e Savalli, Paula e Cysneiros (2006) para modelos
lineares com efeitos mistos e Galea, Bolfarine e Vilca (2005) para modelos
de calibração comparativa estrutural. Contudo, como é notado por alguns
autores (veja por exemplo, Lange, Little e Taylor, 1989) modelos baseados
em distribuições de contornos eĺıpticos estão longe de serem uma panacéia,
de fato eles ainda podem sofrer o efeito de observações aberrantes e/ou in-
fluentes.

Nas análises consideradas focamos nossa atenção em alguns membros t́ıpicos
da classe de distribuições eĺıpticas, porém várias outras alternativas podem
ser úteis para modelagem robusta, tais como as distribuições slash e normal
contaminada. Por outro lado, esses estudos de sensibilidade também reve-
lam a necessidade de considerar procedimentos de diagnóstico para modelos
desenvolvidos usando a classe de distribuições de contornos eĺıpticos.
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Caṕıtulo 4

Considerações Finais

4.1 Conclusões

Neste trabalho investigamos diagnósticos de influência em modelos com
efeitos mistos sob distribuições de contornos eĺıpticos. Modelos baseados
nesta classe de distribuições representam alternativas robustas para mode-
los desenvolvidos sob normalidade.

No Caṕıtulo 1 foram considerados dois enfoques para a inclusão de dis-
tribuições de contornos eĺıpticos no modelo linear misto e revisamos a es-
timação por máxima verossimilhança para cada um desses enfoques. Mos-
tramos que a densidade marginal para a resposta obtida a partir do modelo
eĺıptico linear misto em sua formulação hierárquica também pertence à classe
das eĺıpticas, simplificando desse modo a inferência estat́ıstica. Discutimos
também procedimentos que permitem facilitar a implementação computa-
cional do algoritmo EM para o modelo eĺıptico linear misto em sua for-
mulação hierárquica.

No Caṕıtulo 2 usamos o enfoque de influência proposto por Cook (1986)
para estudar a influência local no modelo eĺıptico linear misto. Devido à
complexidade da função de verossimilhança de dados observados para o mo-
delo em sua formulação hierárquica optamos por desenvolver a influência
neste caso baseados na função Q-afastamento (Zhu e Lee, 2001). Para cada
um dos enfoques considerados para a inclusão de distribuições de contornos
eĺıpticos obtivemos expressões em forma fechada para a curvatura normal
considerando vários esquemas de perturbação. Consideramos também, tanto
para o modelo em sua formulação marginal quanto hierárquica a relação
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entre o método de alavanca generalizado (Wei, Hu e Fung, 1998) e o proce-
dimento de influência local. Com o intuito de obter a matriz de alavancas
generalizadas no modelo eliptico linear misto sob o enfoque hierárquico es-
tendemos a definição dada por Wei et al. (1998) para manipular modelos
com dados incompletos. Salientamos, todavia, que a aplicação da definição
proposta não está restrita somente a modelos lineares com efeitos mistos.
Por outro lado, freqüentemente tem sido mencionado que a análise de in-
fluência local requer o cálculo de autovalores e autovetores de uma matriz
de dimensão potencialmente grande. Usamos a estrutura do problema para
propor uma estratégia equivalente, porém de custo computacional muito
menor usando a decomposição de valor singular.

Ilustramos a metodoloǵıa desenvolvida mediante alguns exemplos, cujos re-
sultados são apresentados no Caṕıtulo 3. A partir deles pode-se apreciar a
habilidade dos modelos baseados em distribuições com caudas mais pesadas
que a normal para acomodar observações aberrantes. Notamos também
que as observações diagnosticadas como influentes exercem uma influência
menor sob esse tipo de distribuições indicando desse modo que correspondem
a boas alternativas para modelagem robusta. É importante destacar que os
diagnósticos desenvolvidos mediante o procedimento de influência local não
somente permitem a identificação de observações influentes, mas também
permitem compreender melhor o processo de modelagem.

O diagnóstico de influência no modelo de Grubbs (veja Apêndice C) indica
que os resultados desenvolvidos como parte deste trabalho para o modelo
linear com efeitos mistos podem ser aplicados em diversas situações.

4.2 Perspectivas de Trabalhos Futuros

Este trabalho centra sua atenção no modelo linear com efeitos mistos. Sen-
timos que baseados no enfoque hierárquico para a inclusão de distribuições
na classe das eĺıpticas é posśıvel estender os resultados apresentados para
modelagem robusta assim como diagnóstico de influência para modelos mis-
tos não-lineares (veja Vonesh e Chinchilli, 1997, Pinheiro e Bates, 2000 e
Lee e Xu, 2004).

Um dos resultados apresentados neste trabalho indica que a densidade margi-
nal obtida a partir do modelo em sua formulação hierárquica pertence à
classe de distribuições de misturas de escala normal. Deste modo, pode
ser interessante considerar métodos para aproximar a integral (1.13) com o
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intuito de estudar a estimação e influência nesse modelo. Estudos compara-
tivos entre esse modelo e os apresentados neste trabalho também podem ser
úteis.

Vários autores têm considerado a estimação dos parâmetros de forma em
modelos desenvolvidos usando distribuições de contornos eĺıpticos (veja por
exemplo, Fernández e Steel, 1999 e Pinheiro, Liu e Wu, 2001). Um enfoque
alternativo corresponde à estimação da função geradora de densidade g no
caso do modelo em sua formulação marginal ou da função de distribuição H
para a formulação hierárquica mediante métodos não-paramétricos (Hodg-
son, Linton e Vorkink, 2002). Acreditamos que estender os modelos conside-
rados neste trabalho usando tal proposta pode trazer bastante flexibilidade
na modelagem de modelos com efeitos mistos.

4.3 Desenvolvimento de Software

O sucesso de qualquer técnica estat́ıstica depende em grande parte da disponi-
bilidade de software para realizar as análises. Em conjunto com este trabalho
disponibilizamos duas bibliotecas para S-Plus em que podem ser realizadas
análises no modelo linear com efeitos mistos e no modelo de Grubbs sob
distribuições de contornos eĺıpticos. O estágio de desenvolvimento dessas
bibliotecas ainda é muito preliminar; pretendemos estender as facilidades
dispońıveis nessas bibliotecas para manipular modelos mais gerais. Temos o
objetivo de submeter este software para a coleção de código S do repositório
StatLib.

O código em C do software desenvolvido como parte deste trabalho utiliza
código Fortran das bibliotecas de programas Blas e Linpack. Temos o
propósito de reescrever as partes cŕıticas das rotinas desenvolvidas com o
intuito de utilizar código Fortran mais eficiente dispońıvel na biblioteca
Lapack (Anderson et al., 1995) assim como utilizar a biblioteca Port (Fox,
Hall e Schryer, 1978) para otimização não restrita.

Por outro lado, notamos que tanto os modelos com efeitos mistos quanto
as técnicas de diagnóstico discutidas requerem métodos versáteis para visu-
alizar a informação em forma gráfica. Acreditamos que o formato de apre-
sentação em panéis da biblioteca Trellis (Becker, Cleveland e Shyu, 1996)
dispońıvel no sistema S-Plus pode ajudar neste respeito.

Finalmente, temos o objetivo de escrever uma versão do código desenvolvido
para seu uso com R (R Development Core Team, 2005).
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Apêndice A

Cálculo dos Diferenciais

Neste apêndice apresentamos os diferenciais a partir dos quais obtemos as
medidas de diagnóstico para o modelo eĺıptico linear com efeitos mistos. Tais
medidas são obtidas mediante a técnica de diferenciação matricial proposta
por Neudecker e outros autores. Este procedimento é descrito em Nel (1980)
e completamente documentado em Magnus e Neudecker (1988). Uma carac-
teŕıstica de interesse do método de diferenciação de Magnus e Neudecker é
que permite o cálculo eficiente de derivadas matriciais.

A aplicação deste procedimento em diferentes tópicos de Estat́ıstica e Eco-
nometria é discutido em Magnus e Neudecker (1988) e na derivação da cur-
vatura normal requerida para o método de influência local, por Liu (2000,
2002), Dı́az-Garćıa, Galea e Leiva-Sánchez (2003) e Osorio, Paula e Galea
(2006).

A.1 Derivação da Curvatura no Modelo Linear Misto Marginal

No modelo eĺıptico linear misto marginal o logaritmo da função de verossim-
ilhança é dado por

L(θ) =
M∑

i=1

Li(θ),

em que Li(θ) é dado em (1.5). A seguir obtemos os diferenciais dθ L(θ) e
d2

θ L(θ) para esse modelo.
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Matriz de Informação Observada

Usando resultados de diferenciação de matrizes obtemos que

dθ L(θ) =
M∑

i=1

dθ Li(θ) e d2
θ L(θ) =

M∑

i=1

d2
θ Li(θ).

Os diferenciais dθ Li(θ) e d2
θ Li(θ) para θ = (βT ,αT , λT )T são apresentados

a seguir.

Tomando diferenciais de Li(θ) com relação a β obtemos

dβ Li(θ) = −2Wg(ui)rT
i V −1

i Xi d β e (A.1)

d2
β Li(θ) = 2(dβ)T XT

i V −1
i {Wg(ui)V i + 2W ′

g(ui)rir
T
i }V −1

i Xi d β, (A.2)

em que ri = Y i −Xiβ. A partir de (A.1) segue que

d2
αβ Li(θ) = 2rT

i V −1
i (dΣi)V −1

i {Wg(ui)V i + W ′
g(ui)rir

T
i }V −1

i Xi d β e

d2
λβ Li(θ) = 2rT

i V −1
i Zi(dΨ)ZT

i V −1
i {Wg(ui)V i + W ′

g(ui)rir
T
i }V −1

i Xi d β.

Agora, diferenciando Li(θ) com relação a α, temos

dα Li(θ) = −1
2 trV −1

i dΣi −Wg(ui)rT
i V −1

i (dΣi)V −1
i ri e (A.3)

d2
α Li(θ) = 1

2 trV −1
i (dΣi)V −1

i dΣi − 1
2 trV −1

i d2 Σi

+ rT
i V −1

i {W ′
g(ui)(dΣi)V −1

i rir
T
i V −1

i (dΣi)−Wg(ui) d2 Σi

+ Wg(ui)(dΣi)V −1
i dΣi + Wg(ui)(dΣi)V −1

i dΣi}V −1
i ri. (A.4)

Usando (A.3) fica que

d2
λα Li(θ) = −1

2 trV −1
i Zi(dΨ)ZT

i V −1
i dΣi

+ rT
i V −1

i {W ′
g(ui)Zi(dΨ)ZT

i V −1
i rir

T
i V −1

i (dΣi)

+ Wg(ui)Zi(dΨ)ZT
i V −1

i (dΣi) + Wg(ui)(dΣi)V −1
i Zi(dΨ)ZT

i }V −1
i ri.

Finalmente, o primeiro e o segundo diferencial de Li(θ) com relação a λ são
dados pelas expressões,

dλ Li(θ) = −1
2 trV −1

i Zi(dΨ)ZT
i −Wg(ui)rT

i V −1
i Zi(dΨ)ZT

i V −1
i ri e

d2
λ Li(θ) = 1

2 trV −1
i Zi(dΨ)ZT

i V −1
i Zi(dΨ)ZT

i − 1
2 trV −1

i Zi(d2 Ψ)ZT
i

+ rT
i V −1

i Zi{W ′
g(ui)(dΨ)ZT

i V −1
i rir

T
i V −1

i Zi(dΨ)−Wg(ui) d2 Ψ

+ Wg(ui)(dΨ)ZT
i V −1

i Zi dΨ + Wg(ui)(dΨ)ZT
i V −1

i Zi dΨ}ZT
i V −1

i ri.
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Avaliando esses diferenciais em θ = θ̂ e usando os teoremas de identificação
dados em Magnus e Neudecker (1988) obtemos a matriz de informação ob-
servada dada em (2.10).

Esquemas de Perturbação

Para cada um dos esquemas de perturbação obtemos o diferencial d2
θω L(θ|ω)

e posteriormente conseguimos a matriz ∆ = ∂2L(θ|ω)/∂θ∂ωT |
θ=θ̂,ω=ω0

por

meio da avaliação de d2
θω L(θ|ω) em θ = θ̂ e ω = ω0.

Ponderação de Casos

Para este esquema de perturbação temos que

d2
βωi

L(θ|ω) = qi(dβ)T XT
i V −1

i (Y i −Xiβ) dωi,

d2
αωi

L(θ|ω) = −1
2{trV −1

i (dΣi)− qir
T
i V −1

i (dΣi)V −1
i ri} dωi e

d2
λωi

L(θ|ω) = −1
2{trV −1

i Zi(dΨ)ZT
i − qir

T
i V −1

i Zi(dΨ)ZT
i V −1

i ri}d ωi,

com qi = qi(θ) e ri = Y i −Xiβ para i = 1, . . . ,M .

Perturbação da Matriz de Escala

Tomando diferenciais de L(θ|ω) com relação a θ e ωi, obtemos

d2
βωi

L(θ|ω) = −2{Wg(uiω) + ωiuiW
′
g(uiω)}(dβ)T XT

i V −1
i ri d ωi,

d2
αωi

L(θ|ω) = −{Wg(uiω) + ωiuiW
′
g(uiω)}rT

i V −1
i (dΣi)V −1

i ri d ωi e

d2
λωi

L(θ|ω) = −{Wg(uiω) + ωiuiW
′
g(uiω)}rT

i V −1
i Zi(dΨ)ZT

i V −1
i ri d ωi,

em que ri = Y i −Xiβ e uiω = ωiui com ui = rT
i V −1

i ri, i = 1, . . . , M .

Perturbação das Variáveis Explicativas

Diferenciando L(θ|ω) com relação a θ e ωi, fica

d2
βωi

L(θ|ω) = −si2Wg(uiω)(dβ)T (cT
t βXiω − ctr

T
iω)V −1

i d ωi

+ si4W ′
g(uiω)cT

t β(dβ)T XT
iωV −1

i riωrT
iωV −1

i dωi,

d2
αωi

L(θ|ω) = 2sic
T
t βrT

iωV −1
i (dΣi)V −1

i {Wg(uiω)V i + W ′
g(uiω)riωrT

iω}V −1
i d ωi e

d2
λωi

L(θ|ω) = 2sic
T
t βrT

iωV −1
i Zi(dΨ)ZT

i V −1
i {Wg(uiω)V i + W ′

g(uiω)riωrT
iω}V −1

i dωi,
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em que Xiω = Xi + siωic
T
t , com si um fator de escala, ωi vetor de per-

turbação ni×1 e ct vetor p-dimensional com 1 na t-ésima posição e zeros nas
restantes. Aqui riω = ri− sic

T
t βωi e uiω = rT

iωV −1
i riω com ri = Y i−Xiβ

para i = 1, . . . , M .

Perturbação da Resposta

Tomando diferenciais de L(θ|ω) com relação a θ e ωi, obtemos

d2
βωi

L(θ|ω) = −2(dβ)T XT
i V −1

i {Wg(uiω)V i + 2W ′
g(uiω)riωrT

iω}V −1
i d ωi,

d2
αωi

L(θ|ω) = −2rT
iωV −1

i (dΣi)V −1
i {Wg(uiω)V i + W ′

g(uiω)riωrT
iω}V −1

i dωi e

d2
λωi

L(θ|ω) = −2rT
iωV −1

i Zi(dΨ)ZT
i V −1

i {Wg(uiω)V i + W ′
g(uiω)riωrT

iω}V −1
i dωi,

em que uiω = rT
iωV −1

i riω e riω = ri + ωi, com ωi vetor de perturbação
ni × 1 e ri = Y i −Xiβ, i = 1, . . . , M .

A.2 Método de Alavanca Generalizado no Modelo Linear Misto
Marginal

Considere µi = Xiβ para i = 1, . . . , M , logo o vetor de posição µ fica dado
como µ = (µT

1 , . . . ,µT
M )T . Desse modo

dβ µi = Xi d β, dα µi = 0 e dλ µi = 0, i = 1, . . . , M.

E tomando diferenciais de L(θ) com relação a θ = (βT , αT ,λT )T e Y i,
obtemos

d2
βYi

L(θ) = −2(d β)T XT
i V −1

i {Wg(ui)V i + 2W ′
g(ui)rir

T
i }V −1

i d Y i,

d2
αYi

L(θ) = −2rT
i V −1

i (dΣi)V −1
i {Wg(ui)V i + W ′

g(ui)rir
T
i }V −1

i dY i e

d2
λYi

L(θ) = −2rT
i V −1

i Zi(dΨ)ZT
i V −1

i {Wg(ui)V i + W ′
g(ui)rir

T
i }V −1

i d Y i,

em que ri = Y i −Xiβ para i = 1, . . . ,M .

Avaliando os diferenciais d2
βYi

L(θ), d2
αYi

L(θ) e d2
λYi

L(θ) em θ = θ̂ obtemos
∂2L(θ)/∂θ∂Y T |

θ=θ̂
.
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A.3 Derivação da Curvatura no Modelo Linear Misto Hierárquico

Nesta seção derivamos a curvatura normal baseada na função Q-afastamento
para o modelo linear com efeitos mistos usando a formulação hierárquica
dada em (1.4), no caso em que bi e vi são considerados não observáveis
assim como no caso em que os efeitos aleatórios são integrados.

A.3.1 Derivação da Curvatura quando bi e vi são não observáveis

Considerando o vetor de dados completos Y c = (Y T , bT , vT )T em que Y =
(Y T

1 , . . . , Y T
M )T representa o vetor de respostas observadas e, quando tanto

os efeitos aleatórios b = (bT
1 , . . . , bT

M )T quanto as variáveis de mistura v =
(v1, . . . , vM )T são considerados não observáveis, obtemos que a função Q
para o modelo linear misto hierárquico dado em (1.4) assume a forma

Q(θ|θ̂) =
M∑

i=1

Qi(θ|θ̂),

em que Qi(θ|θ̂) = Q1i(β,α|θ̂)+Q2i(λ|θ̂) com Q1i(β, α|θ̂) e Q2i(λ|θ̂), dadas
em (1.15) e (1.16), respectivamente.

Matriz Hessiana, Q̈

Usando resultados de diferenciação de matrizes obtemos que

dθ Q(θ|θ̂) =
M∑

i=1

dθ Qi(θ|θ̂) e d2
θ Q(θ|θ̂) =

M∑

i=1

d2
θ Qi(θ|θ̂).

Os diferenciais dθ Qi(θ|θ̂) e d2
θ Qi(θ|θ̂) para θ = (βT ,αT , λT )T são apresen-

tados a seguir.

Tomando diferenciais de Qi(θ|θ̂) com relação a β obtemos

dβ Q1i(β,α|θ̂) = κ̂i(Y i −Xiβ −Zib̂i)TΣ−1
i Xi d β e (A.5)

d2
β Q1i(β,α|θ̂) = −κ̂i(dβ)T XT

i Σ−1
i Xi d β. (A.6)

Usando (A.5), segue que

d2
αβ Q1i(β, α|θ̂) = −κ̂i(Y i −Xiβ −Zib̂i)TΣ−1

i (dΣi)Σ−1
i Xi d β.
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Agora, diferenciando Qi(θ|θ̂) com relação a α, temos

dα Q1i(β,α|θ̂) = −1
2 trΣ−1

i (dΣi)Σ−1
i (Σi −ZiΩ̂iZ

T
i )

+ κ̂i
2 (Y i −Xiβ −Zib̂i)TΣ−1

i (dΣi)Σ−1
i (Y i −Xiβ −Zib̂i) e

d2
α Q1i(β,α|θ̂) = 1

2 trΣ−1
i {(dΣi)Σ−1

i dΣi − d2 Σi}
− κ̂i

2 trΣ−1
i {(dΣi)Σ−1

i dΣi + (dΣi)Σ−1
i dΣi − d2 Σi}Σ−1

i M i.

Finalmente, o primeiro e o segundo diferencial de Qi(θ|θ̂) com relação a λ
são dados pelas expressões,

dλ Q2i(λ|θ̂) = −1
2 trΨ−1(dΨ)Ψ−1(Ψ− N̂ i) e

d2
λ Q2i(λ|θ̂) = 1

2 trΨ−1{(dΨ)Ψ−1 dΨ− d2 Ψ}
− κ̂i

2 trΨ−1{(dΨ)Ψ−1 dΨ + (dΨ)Ψ−1 dΨ− d2 Ψ}Ψ−1N̂ i,

em que M i = κ̂i(Y i −Xiβ −Zib̂i)(Y i −Xiβ −Zib̂i)T + ZiΩ̂iZ
T
i , N̂ i =

κ̂ib̂ib̂
T

i + Ω̂i, para i = 1, . . . ,M , com κ̂i, b̂i e Ω̂ dados em (1.17) e (1.18).
Avaliando esses diferenciais em θ = θ̂ e usando os teoremas de identificação
dados em Magnus e Neudecker (1988) obtemos a matriz de hessiana, Q̈ dada
em (2.18).

Esquemas de Perturbação

Para cada um dos esquemas de perturbação calculamos o diferencial d2
θω L(θ, ω|Y c)

e obtemos a matriz ∂2L(θ, ω|Y c)/∂θ∂ωT |
θ=θ̂,ω=ω0

avaliando d2
θω L(θ, ω|Y c)

em θ = θ̂ e ω = ω0. Para os resultados obtidos nesta seção assumimos que
é posśıvel trocar as operações de integração e diferenciação.

Ponderação de Casos

Para este esquema de perturbação temos que

d2
βωi

L(θ, ω|Y c) = κ−1(vi)(dβ)T XT
i Σ−1

i (Y i −Xiβ −Zibi) dωi,

d2
αωi

L(θ, ω|Y c) = −1
2{trΣ−1

i (dΣi)− κ−1(vi)εT
i Σ−1

i (dΣi)Σ−1
i εi}d ωi e

d2
λωi

L(θ, ω|Y c) = −1
2{trΨ−1 dΨ− κ−1(vi)bT

i Ψ−1(dΨ)Ψ−1bi}dωi,

em que εi = Y i −Xiβ −Zibi para i = 1, . . . , M .
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Perturbação da Matriz de Escala dos Efeitos Aleatórios

Tomando diferenciais de L(θ, ω|Y c) com relação a θ e ωi, obtemos

d2
βωi

L(θ, ω|Y c) = 0, d2
αωi

L(θ, ω|Y c) = 0 e

d2
λωi

L(θ, ω|Y c) = −κ−1(vi)
2 bT

i Ψ−1(dΨ)Ψ−1bi d ωi,

para i = 1, . . . , M .

Perturbação das Variáveis Explicativas

Diferenciando L(θ,ω|Y c) com relação a θ e ωi, fica

d2
βωi

L(θ, ω|Y c) = −κ−1(vi)si(dβ)T (cT
t βXT

iω − ctε
T
iω)Σ−1

i d ωi

d2
αωi

L(θ, ω|Y c) = −κ−1(vi)sic
T
t βεT

iωΣ−1
i (dΣi)Σ−1

i dωi e

d2
λωi

L(θ, ω|Y c) = 0,

em que Xiω = Xi + siωic
T
t , com si um fator de escala, ωi vetor de per-

turbação ni × 1 e ct vetor p-dimensional com 1 na t-ésima posição e zeros
nas restantes. Aqui εiω = εi − sic

T
t βωi e εi = Y i − Xiβ − Zibi para

i = 1, . . . ,M .

Perturbação da Resposta

Tomando diferenciais de L(θ, ω|Y c) com relação a θ e ωi, obtemos

d2
βωi

L(θ, ω|Y c) = κ−1(vi)(dβ)T XT
i Σ−1

i d ωi, d2
λωi

L(θ, ω|Y c) = 0 e

d2
αωi

L(θ, ω|Y c) = κ−1(vi)εT
iωΣ−1

i (dΣi)Σ−1
i dωi,

em que εiω = εi +ωi, com ωi vetor de perturbação ni×1 e εi = Y i−Xiβ−
Zibi, i = 1, . . . , M .

Perturbação da Matriz de Correlação dentro dos Indiv́ıduos

Mediante diferenciação podemos mostrar que

d2
βωi

L(θ, ω|Y c) = −κ−1(vi)(dβ)T (εT D−1
i C−1

iω ⊗XT
i D−1

i C−1
iω )Sni d ωi e

d2
α1ωi

L(θ, ω|Y c) = −κ−1(vi)
2 vecT (C−1

iω D−1
i (dDi)D−1

i εiε
T
i D−1

i C−1
iω )Sni d ωi

− κ−1(vi)
2 vecT (C−1

iω D−1
i εiε

T
i D−1

i (dDi)D−1
i C−1

iω )Sni dωi,
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d2
α2ωi

L(θ,ω|Y c) = 1
2 vecT (C−1

iω (dCi)C−1
iω )Sni d ωi

−κ−1(vi)
2 vecT (C−1

iω (dCi)C−1
iω D−1

i εiε
T
i D−1

i C−1
iω )Sni dωi

−κ−1(vi)
2 vecT (C−1

iω D−1
i εiε

T
i D−1

i C−1
iω (dCi)C−1

iω )Sni dωi e

d2
λωi

L(θ,ω|Y c) = 0,

em que Σiω = DiCiωDi com Ciω = Ci + W i sendo uma matriz de cor-
relação e W i matriz de perturbação simétrica ni × ni. Aqui Sni é ma-
triz de duplicação que satisfaz vec(W i) = Sniωi em que ωi = vech(W i),
εi = Y i −Xiβ −Zibi, para i = 1, . . . , M .

Perturbação das Funções de Escala dentro dos Indiv́ıduos

Diferenciando L(θ,ω|Y c) com relação a θ e ωi, obtemos

d2
βωi

L(θ, ω|Y c) = −κ−1(vi)(dβ)T (εT
i ⊗XT

i W iΣ−1
i )S∗ni

d ωi,

d2
αωi

L(θ, ω|Y c) = −κ−1(vi)
2 vecT (Σ−1

i (dΣi)ΣiW iεiε
T
i )S∗ni

d ωi

− κ−1(vi)
2 vecT (εiε

T
i W iΣ−1

i (dΣi)Σ−1
i )S∗ni

d ωi e

d2
λωi

L(θ, ω|Y c) = 0,

em que S∗ni
é uma matriz de duplicação tal que vec(W i) = S∗ni

ωi com
W i = diag(ωi) matriz de perturbações ni × ni, εi = Y i − Xiβ − Zibi,
i = 1, . . . ,M .

A.3.2 Derivação da Curvatura quando os vi são não observáveis

A seguir consideramos o vetor de dados completos Y c = (Y T , vT )T em que
Y = (Y T

1 , . . . , Y T
M )T representa o vetor de respostas e v = (v1, . . . , vM )T

denota as variáveis de mistura, as quais são consideradas não observáveis,
isto é, usamos a formulação hierárquica dada em (1.12) em que os efeitos
aleatórios têm sido retirados via integração. Neste caso, a função Q adota
a forma

Q(θ|θ̂) =
M∑

i=1

Qi(θ|θ̂),

em que Qi(θ|θ̂) é dada na equação (1.21).
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Matriz Hessiana, Q̈

Diferenciando a esperança condicional do logaritmo da função de verossim-
ilhança para dados completos obtemos que

dθ Q(θ|θ̂) =
M∑

i=1

dθ Qi(θ|θ̂) e d2
θ Q(θ|θ̂) =

M∑

i=1

d2
θ Qi(θ|θ̂).

A seguir apresentamos os diferenciais dθ Qi(θ|θ̂) e d2
θ Qi(θ|θ̂) para θ =

(βT , αT , λT )T .

Tomando diferenciais de Qi(θ|θ̂) com relação a β obtemos

dβ Qi(θ|θ̂) = κ̂i(Y i −Xiβ)T V −1
i Xi d β e (A.7)

d2
β Qi(θ|θ̂) = −κ̂i(dβ)T XT

i V −1
i Xi d β, (A.8)

e diferenciando (A.7) com relação a α e λ, segue que

d2
αβ Qi(θ|θ̂) = −κ̂ir

T
i V −1

i (dΣi)V −1
i Xi d β e

d2
λβ Qi(θ|θ̂) = −κ̂ir

T
i V −1

i Zi(dΨ)ZT
i V −1

i Xi d β.

Tomando diferenciais de Qi(θ|θ̂) com relação a α, obtemos

dα Qi(θ|θ̂) = −1
2 trV −1

i dΣi + κ̂i
2 rT

i V −1
i (dΣi)V −1

i ri e (A.9)

d2
α Qi(θ|θ̂) = 1

2 trV −1
i {(dΣi)V −1

i dΣi − d2 Σi}
− κ̂i

2 rT
i V −1

i {(dΣi)V −1
i dΣi + (dΣi)V −1

i dΣi − d2 Σi}V −1
i ri,

a partir de (A.9) obtemos que

d2
λα Qi(θ|θ̂) = 1

2 trV −1
i Zi(dΨ)ZT

i V −1
i dΣi

− κ̂i
2 rT

i V −1
i {Zi(dΨ)ZT

i V −1
i dΣi + (dΣi)V −1

i Zi(dΨ)ZT
i }V −1

i ri.

Finalmente, os diferenciais de Qi(θ|θ̂) com relação a λ são dados por

dλ Qi(θ|θ̂) = −1
2 trV −1

i dΨ + κ̂i
2 rT

i V −1
i Zi(dΨ)ZT

i V −1
i ri e

d2
λ Qi(θ|θ̂) = 1

2 trV −1
i Zi{(dΨ)ZT

i V −1
i Zi dΨ− d2 Σi}ZT

i

− κ̂i
2 rT

i V −1
i Zi{(dΨ)ZT

i V −1
i Zi dΨ + (dΨ)ZT

i V −1
i Zi dΨ

− d2 Ψ}ZT
i V −1

i ri,
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em que V i = ZiΨZT
i +Σi e ri = Y i−Xiβ, para i = 1, . . . , M . Avaliando

as expressões dos diferenciais dados acima em θ = θ̂ e utilizando os teoremas
de identificação dados em Magnus e Neudecker (1988) obtemos a hessiana,
dada na equação (2.21).

Esquemas de Perturbação

Para cada um dos esquemas de perturbação calculamos o diferencial d2
θω L(θ, ω|Y c)

e obtemos a matriz ∂2L(θ, ω|Y c)/∂θ∂ωT |
θ=θ̂,ω=ω0

avaliando d2
θω L(θ, ω|Y c)

em θ = θ̂ e ω = ω0. É assumido que podemos trocar as operações de inte-
gração e diferenciação.

Ponderação de Casos

Mediante diferenciação obtemos que

d2
βωi

L(θ, ω|Y c) = κ−1(vi)(dβ)T XT
i V −1

i (Y i −Xiβ) d ωi,

d2
αωi

L(θ, ω|Y c) = −1
2{trV −1

i (dΣi)− κ−1(vi)rT
i V −1

i (dΣi)V −1
i ri}d ωi e

d2
λωi

L(θ, ω|Y c) = −1
2{trV −1

i Zi(dΨ)ZT
i − κ−1(vi)rT

i V −1
i Zi(dΨ)ZT

i V −1
i ri}d ωi,

em que V i = ZiΨZT
i + Σi e ri = Y i −Xiβ para i = 1, . . . , M .

Perturbação da Matriz de Escala dos Efeitos Aleatórios

Tomando diferenciais de L(θ, ω|Y c) com relação a θ e ωi, obtemos

d2
βωi

L(θ, ω|Y c) = ω−2
i κ−1(vi)

2 (dβ)T XT
i V −1

iω ZiΨZT
i V −1

iω ri dωi

d2
αωi

L(θ, ω|Y c) = −ω−2
i
2 tr V −1

iω (dΣi)V −1
iω ZiΨZT

i d ωi

+ω−2
i κ−1(vi)

2 rT
i V −1

iω {(dΣi)V iωZiΨZT
i + ZiΨZT

i V −1
iω dΣi}V −1

iω ri dωi e

d2
λωi

L(θ, ω|Y c) = −ω−2
i
2 tr V −1

iω Zi(dΨ)ZT
i V −1

iω (Σi − κ−1(vi)rir
T
i ) dωi

+ω−3
i κ−1(vi)

2 rT
i V −1

iω Zi{(dΨ)ZT
i V iωZiΨ + ΨZT

i V −1
iω Zi dΨ}ZT

i V −1
iω ri d ωi,

em que V iω = ω−1
i ZiΨZT

i + Σi e ri = Y i −Xiβ para i = 1, . . . , M .
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Perturbação das Variáveis Explicativas

Diferenciando L(θ,ω|Y c) com relação a θ e ωi, obtemos

d2
βωi

L(θ, ω|Y c) = −κ−1(vi)si(dβ)T (cT
t βXT

i − ctr
T
iω)V −1

i dωi

d2
αωi

L(θ, ω|Y c) = −κ−1(vi)sic
T
t βrT

iωV −1
i (dΣi)V −1

i d ωi e

d2
λωi

L(θ, ω|Y c) = −κ−1(vi)sic
T
t βrT

iωV −1
i Zi(dΨ)ZT

i V −1
i dωi,

em que riω = ri − sic
T
t βωi, ri = Y i −Xiβ, com si um fator de escala, ωi

vetor de perturbação ni× 1, i = 1, . . . , M e ct vetor p-dimensional com 1 na
posição t-ésima e zeros nas restantes.

Perturbação da Resposta

Tomando diferenciais de L(θ, ω|Y c) com relação a θ e ωi, obtemos

d2
βωi

L(θ, ω|Y c) = κ−1(vi)(dβ)T XT
i V −1

i d ωi,

d2
αωi

L(θ, ω|Y c) = κ−1(vi)rT
iωV −1

i (dΣi)V −1
i d ωi e

d2
λωi

L(θ, ω|Y c) = κ−1(vi)rT
iωV −1

i Zi(dΨ)ZT
i V −1

i dωi,

em que riω = ri +ωi, com ωi vetor de perturbação ni×1 e ri = Y i−Xiβ,
para i = 1, . . . , M .

Perturbação da Matriz de Correlação dentro dos Indiv́ıduos

Diferenciando L(θ,ω|Y c) com relação a θ e ωi, obtemos que

d2
βωi

L(θ, ω|Y c) = −κ−1(vi)(dβ)T (rT V −1
iω Di ⊗XT

i V −1
iω Di)Sni d ωi,

d2
α1ωi

L(θ, ω|Y c) = −κ−1(vi)
2 vecT (DiV

−1
iω d Di + (d Di)V −1

iω Di + DiV
−1
iω F iV

−1
iω )Sni d ωi

+ κ−1(vi)
2 vecT (DiV

−1
iω {rir

T
i V −1

iω F i + F iV
−1
iω rir

T
i }V −1

iω Di)Sni d ωi,

+ κ−1(vi)
2 vecT ((dDi)V −1

iω rir
T
i V −1

iω Di + DiV
−1
iω rir

T
i V −1

iω dDi)Sni d ωi,

d2
α2ωi

L(θ, ω|Y c) = 1
2 vecT (DiV

−1
iω Di(dCi)DiV

−1
iω Di)Sni dωi

− κ−1(vi)
2 vecT (DiV

−1
iω rir

T
i V −1

iω Di(dCi)DiV
−1
iω Di)Sni d ωi

− κ−1(vi)
2 vecT (DiV

−1
iω Di(dCi)DiV

−1
iω rir

T
i V −1

iω Di)Sni d ωi e
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d2
λωi

L(θ, ω|Y c) = 1
2 vecT (DiV

−1
iω Zi(dΨ)ZT

i V −1
iω Di)Sni d ωi

− κ−1(vi)
2 vecT (DiV

−1
iω rir

T
i V −1

iω Zi(dΨ)ZT
i V −1

iω Di)Sni d ωi

− κ−1(vi)
2 vecT (DiV

−1
iω Zi(dΨ)ZT

i V −1
iω rir

T
i V −1

iω Di)Sni d ωi,

em que V iω = ZiΨZT
i +Σiω com Σiω = DiCiωDi tal que Ciω = Ci +W i

é matriz de correlação e W i é matriz de perturbação simétrica ni × ni, Sni

matriz de duplicação que satisfaz vec(W i) = Sniωi com ωi = vech(W i),
F iω = (d Di)CiωDi + DiCiω dDi, ri = Y i −Xiβ, para i = 1, . . . , M .

Perturbação das Funções de Escala dentro dos Indiv́ıduos

Mediante diferenciação obtemos que

d2
βωi

L(θ, ω|Y c) = κ−1(vi)(dβ)T (rT
i V −1

iω Σiω ⊗XT
i V −1

iω W−1
i )S∗ni

dωi,

d2
αωi

L(θ, ω|Y c) = vecT (W−1
i V −1

iω W−1
i (dΣi)W−1

i

−ΣiωV −1
iω W−1

i (dΣi)W iV
−1
iω W−1

i )S∗ni
d ωi

+κ−1(vi) vecT (W−1
i V −1

iω W−1
i (dΣi)W−1

i GiωΣiω

+W−1
i GiωW−1

i (dΣi)W−1
i V −1

iω Σiω −W−1
i GiωW−1

i dΣi)S∗ni
d ωi e

d2
λωi

L(θ, ω|Y c) = − vecT (W T
i V −1

iω Zi(dΨ)ZT
i V −1

iω Σiω)S∗ni
d ωi

+ κ−1(vi) vecT (W−1
i V −1

iω Zi(dΨ)ZT
i GiωΣiω

+ W−1
i GiωZi(dΨ)ZT

i V −1
iω Σiω)S∗ni

dωi,

em que V iω = ZiΨZT
i + Σiω com Σiω = W−1

i ΣiW
−1
i , W i = diag(ωi)

matriz de perturbações ni × ni, Giω = V −1
iω rir

T
i V −1

iω , ri = Y i − Xiβ,
aqui S∗ni

é uma matriz de duplicação tal que vec(W i) = S∗ni
ωi, para i =

1, . . . ,M .

A.4 Método de Alavanca Generalizado no Modelo Linear Misto
Hierárquico

Obtemos os diferenciais dθ µi e d2
θYi

L(θ|Y c) para θ = (βT , αT ,λT )T re-
queridos para o cálculo das matrizes ∂µ/∂θT e ∂2Q(θ|θ̂)/∂θ∂Y T . Temos
que µi = Xiβ+Zibi e µi = Xiβ para o modelo linear misto hierárquico em
que bi e vi são considerados não observáveis e quando os efeitos aleatórios
são integrados, respectivamente.
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Para qualquer um dos casos anteriores, temos que

dβ µi = Xi d β, dα µi = 0 e dλ µi = 0, i = 1, . . . , M.

A seguir apresentamos os diferenciais d2
βYi

L(θ|Y c), d2
αYi

L(θ|Y c) e d2
λYi

L(θ|Y c)
para cada uma das formulações consideradas. Avaliando tais diferenciais em
θ = θ̂ é posśıvel obter ∂2Q(θ|θ̂)/∂θ∂Y T |

θ=θ̂
.

Método de Alavanca Generalizado quando bi e vi são não observáveis

E tomando diferenciais de L(θ|Y c) com relação a θ = (βT , αT , λT )T e Y i,
obtemos

d2
βYi

L(θ|Y c) = κ−1(vi)(dβ)T XT
i Σ−1

i d Y i,

d2
αYi

L(θ|Y c) = κ−1(vi)εT
i Σ−1

i (dΣi)Σ−1
i dY i e

d2
λYi

L(θ|Y c) = 0,

em que εi = Y i −Xiβ −Zibi para i = 1, . . . , M .

Método de Alavanca Generalizado quando os vi são não observáveis

Diferenciando L(θ|Y c) com relação a θ = (βT , αT ,λT )T e Y i, temos que

d2
βYi

L(θ|Y c) = κ−1(vi)(dβ)T XT
i V −1

i d Y i,

d2
αYi

L(θ|Y c) = κ−1(vi)rT
i V −1

i (dΣi)V −1
i d Y i e

d2
λYi

L(θ|Y c) = κ−1(vi)rT
i V −1

i Zi(dΨ)ZT
i V −1

i dY i,

em que ri = Y i −Xiβ para i = 1, . . . ,M .
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Apêndice B

Equivalência entre Medidas de
Eliminação de Casos e o
Método de Influência Local

Os procedimentos de diagnóstico por eliminação de casos, também conheci-
dos como influência global determinam o efeito de observações influentes no
resultado do ajuste do modelo mediante a completa retirada do i-ésimo in-
div́ıduo. Neste apêndice focamos nosso interesse na comparação da diferença
entre θ̂ e θ̂(i) em que θ̂(i) denota a estimativa de máxima verossimilhança
para θ quando efetuamos a retirada do i-ésimo sujeito (Y i, Xi, Zi) do mo-
delo linear com efeitos mistos dado em (1.1), isto é, θ̂(i) maximiza o logaritmo
da verossimilhança,

L(i)(θ) =
∑

j 6=i

Lj(θ).

Métodos de diagnóstico obtidos mediante eliminação de observações têm sido
ampliamente discutidos para modelos de regressão linear sob normalidade;
veja, por exemplo, Belsley, Kuh e Welsh (1980), Cook e Weisberg (1982) e
Chatterjee e Hadi (1988), dentre outros. Tais métodos foram estendidos para
dados com estrutura longitudinal por De Gruttola, Ware e Louis (1987),
para modelos lineares mistos sob normalidade e modelos lineares mistos
generalizados por Christensen, Pearson e Johnson (1992) e Tan, Ouwens e
Berger (2001), e Xiang, Tse e Lee (2002) e Lee e Xu (2004), respectivamente.
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Como uma medida de comparação entre θ̂ e θ̂(i) consideramos a distância

Di = (θ̂ − θ̂(i))
T {−L̈(θ̂)}−1(θ̂ − θ̂(i)), i = 1, . . . , M, (B.1)

e observamos que o cálculo de θ̂(i) pode ficar muito trabalhoso para modelos
eĺıpticos lineares mistos. Para contornar esse problema, Pregibon (1981)
e Cook e Weisberg (1982) sugerem utilizar a seguinte aproximação de um
passo θ̂

1

(i) para θ̂(i) como

θ̂
1

(i) = θ̂(i) + {−L̈(θ̂)}−1U (i)(θ̂),

em que U (i)(θ̂) = ∂L(i)(θ)/∂θT |
θ=θ̂

. Como U(θ̂) = ∂L(θ)/∂θT |
θ=θ̂

= 0 e
U (i)(θ̂) = −U i(θ̂) = ∂Li(θ)/∂θT |

θ=θ̂
, concluimos que Di pode ser aproxi-

mado por

D1
i = UT

i (θ̂){−L̈(θ̂)}−1U i(θ̂), i = 1, . . . , M. (B.2)

Agora, para o esquema de perturbação de ponderação de casos temos que

∂2L(θ|ω)
∂θ∂ω

∣∣∣
θ=θ̂,ω=ω0

= U i(θ̂).

Desse modo, a matriz ∆ na curvatura normal B = −∆T L̈
−1

(θ̂)∆ assume
a forma

∆ = (U1(θ̂), . . . , UM (θ̂)).

Logo, a curvatura normal Ch(θ̂) na direção hi, em que hi é um vetor M × 1
com 1 na i-ésima posição e zeros nas restantes fica dada por

Chi(θ̂) = UT
i (θ̂){−L̈(θ̂)}−1U i(θ̂) = 2D1

i ,

para i = 1, . . . , M .

Esse resultado também é válido considerando a distância

QDi = (θ̂ − θ̂(i))
T {−Q̈(θ̂)}−1(θ̂ − θ̂(i)), i = 1, . . . , M, (B.3)

que pode ser aproximada como

QD1
i = Q̇

T
i (θ̂){−Q̈(θ̂)}−1Q̇i(θ̂), i = 1, . . . ,M, (B.4)

em que, para esse caso θ̂(i) maximiza a função Q(i)(θ|θ̂) = E{L(θ|Y (i)c)|Y (i),θ}
e Y (i)c, Y (i) representam os dados completos e observados para o modelo
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linear misto hierárquico em que (Y i, Xi, Zi) têm sido eliminados, Q̈(θ̂) =
∂2Q(θ|θ̂)/∂θ∂θT |

θ=θ̂
e Q̇i(θ̂) = ∂Q(θ|θ̂)/∂θT |

θ=θ̂
. É posśıvel mostrar que

CfQ,hi(θ̂) = Q̇
T
i (θ̂){−Q̈(θ̂)}−1Q̇i(θ̂) = 2QD1

i ,

para i = 1, . . . , M .

Esses resultados indicam que para modelos eĺıpticos lineares com efeitos
mistos para qualquer das suas formulações maginal ou hierárquica, não é
necessário o cálculo de medidas de diagnóstico por eliminação de casos, uma
vez que esta informação é obtida através do método de influência local.
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Apêndice C

Diagnóstico de Influência no
Modelo de Grubbs

Neste apêndice estudamos a influência local no modelo de Grubbs (Grubbs,
1948) considerando distribuições de mistura de escala normal. O principal
objetivo do modelo proposto por Grubbs (1948, 1973, 1983) corresponde a
examinar a qualidade de vários instrumentos de medição usados para esti-
mar a mesma quantidade desconhecida x em um grupo comum de indiv́ıduos
ou unidades experimentais. O problema da comparação de instrumentos de
medição cujas caracteŕısticas diferem em custo, velocidade e outros fatores
tais como eficiência tem recebido uma crescente atenção em áreas como en-
genharia, medicina e agricultura, dentre outras (veja por exemplo, Barnett,
1969; Grubbs, 1948, 1973, 1983 e Fuller, 1987).

O modelo de Grubbs pode ser entendido como um caso particular do modelo
linear com efeitos mistos, contudo esse modelo também pode ser considerado
um caso particular do modelo de Barnett (Barnett, 1969), também conhecido
como modelo de calibração comparativa estrutural. Salientamos que tal
modelo não é um caso particular do modelo linear misto usual.

Estudos de influência local no modelo de calibração comparativa estrutu-
ral sob normalidade foram considerados por Galea, Bolfarine e de Cas-
tro (2002), usando um enfoque para introduzir distribuições de contornos
eĺıpticos por Galea, Bolfarine e Vilca (2005) e mais recentemente Lachos,
Vilca e Galea (2006) estudam diagnóstico de influência no modelo de Grubbs
considerando erros normais. Neste apêndice adotamos um enfoque diferente
ao de Galea, Bolfarine e Vilca (2005) para a inclusão de distribuições na
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classe das eĺıpticas, tais como a famı́lia de distribuições de mistura de es-
cala normal, no modelo de Grubbs. Finalmente, abordamos a influência
local nesta classe de modelos sob vários esquemas de perturbação e obtemos
também a matriz de alavancas generalizadas.

Grubbs (1948) propôs um modelo para comparar as medições de p instru-
mentos num grupo de M indiv́ıduos, dado por

Yij = αj + xi + εij , i = 1, . . . , M ; j = 1, . . . , p, (C.1)

em que Yij representa a medição usando o j-ésimo instrumento na i-ésima
unidade experimental. Os erros de medição εij são assumidos independentes
dos valores aleatórios x1, . . . , xM . Freqüentemente é assumido que os xj e εij

são independentes seguindo uma distribuição normal N(µx, φx) e N(0, φi),
respectivamente.

Para assegurar a identificabilidade do modelo em (C.1) pode-se assumir
que α1 = 0 (veja, por exemplo, Shyr e Gleser, 1986 e Lachos, Vilca e Galea,
2006). Neste trabalho evitamos manipular restrições no espaço paramétrico,
considerando a transformação zi = xi − µx, i = 1, . . . ,M (Theobald e
Mallinson, 1978). Desse modo o modelo de Grubbs em notação matricial
fica dado por

Y i = µ + 1pzi + εi, i = 1, . . . , M, (C.2)

em que µ = (µ1, . . . , µp)T é vetor p-dimensional, Y i = (Yi1, . . . , Yip)T e
εi = (εi1, . . . , εip)T denotam vetores aleatórios p × 1 e zi representa uma
variável aleatória com posição 0 e escala φx.

Similarmente aos modelos desenvolvidos na Seção 1.3 introduzimos dis-
tribuições de contornos eĺıpticos no modelo (C.2) mediante considerar a
seguinte estrutura hierárquica:

Y i|zi
ind∼ SMNp(µ + 1pzi, D(φ);H)

zi
ind∼ SMN(0, φx; H), i = 1, . . . , M,

isto é,

Y i|zi, vi
ind∼ Np(µ + 1pzi, κ(vi)D(φ)), zi|vi

ind∼ N(0, κ(vi)φx),

vi
ind∼ H(vi; ν), i = 1, . . . , M, (C.3)

em que D(φ) denota uma matriz diagonal cujos elementos diagonais são da-
dos pelos elementos do vetor p-dimensional φ, ou seja, D(φ) = diag(φ1, . . . , φp).
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Utilizamos um algoritmo tipo-EM para a estimação de máxima verossimi-
lhança no modelo definido em (C.2), considerando o vetor de dados comple-
tos Y c = (Y T ,zT , vT )T , em que Y = (Y T

1 , . . . ,Y T
M )T corresponde ao vetor

de respostas para os M indiv́ıduos, z = (z1, . . . , zM )T e v = (v1, . . . , vM )T .
Supondo que (zT , vT )T são não observáveis, o logaritmo da verossimilhança
baseada no vetor de dados completos fica L(θ|Y c) =

∑M
i=1 Li(θ|Y c), em

que

Li(θ|Y c) = −1
2 log |D(φ)| − κ−1(vi)

2 (Y i − µ− 1pzi)T D−1(φ)(Y i − µ− 1pzi)

− 1
2 log φx − κ−1(vi)

2φx
z2
i + log h(vi;ν) + c, (C.4)

com h(vi; ν) sendo a função de densidade da variável de mistura vi com
parâmetro ν e c denota uma constante.

A seguir apresentamos a (r+1)-ésima etapa de um algoritmo ECM multiciclo
para a estimação de θ = (µT , φx, φT )T no modelo (C.2).

Passo E: usando estimativas da r-ésima etapa, θ̂ = θ(r) calcular ẑi, τ̂ como

ẑi = E(zi|Y i, θ̂) = φ̂x

k̂
1T

p D−1(φ̂)(Y i − µ̂) e

τ̂ = κ−1(vi)Var(zi|Y i, θ̂) = φ̂x

k̂
,

para i = 1, . . . , M , em que k = 1 + φx1T
p D−1(φ)1p. Logo, obter ûi = ui(θ̂)

como

ûi = (Y i − µ̂)T (D(φ̂) + φ̂x1p1T
p )−1(Y i − µ̂)

= eT
i D−1(φ̂)ei + ẑ2

i /φ̂x,

em que ei = Y i−µ̂−1pẑi, para i = 1, . . . , M , e avaliar κ̂i = E(κ−1(vi)|Y i, θ̂)
usando as expressões desenvolvidas na Seção 1.3.3 para alguma mistura de
escala normal particular.

Passo CM multiciclo: maximização da esperança do logaritmo da função
de verossimilhança de dados completos, Q(θ|θ̂) =

∑M
i=1 Qi(θ|θ̂), com Qi(θ|θ̂) =

Q1i(µ, φ|θ̂) + Q2i(φx|θ̂), em que

Q1i(µ,φ|θ̂) = −1
2 log |D(φ)| − τ̂

21
T
p D−1(φ)1p

− κ̂i
2 (Y i − µ− 1pẑi)T D−1(φ)(Y i − µ− 1pẑi) e

Q2i(φx|θ̂) = −1
2 log φx − 1

2φx
(κ̂iẑ

2
i + τ̂), (C.5)

usando uma seqüência de passos CM.
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Passo CM-1 : atualizar µ(r+1) como

µ(r+1) =
1∑M

j=1 κ̂j

M∑

i=1

κ̂i(Y i − 1pẑi).

Passo E : executar o passo E com θ̂ = (µ(r+1)T
, φ

(r)
x ,φ(r)T

)T .

Passo CM-2 : fixar µ̂ = µ(r+1), e atualizar φ(r+1) como

φ(r+1) = τ̂ 1p +
1
M

M∑

i=1

κ̂iD(ei)ei,

com ei = Y i − µ̂− 1pẑi, para i = 1, . . . , M .

Passo E : executar o passo E com θ̂ = (µ(r+1)T
, φ

(r)
x ,φ(r+1)T

)T .

Passo CM-3 : atualizar φ
(r+1)
x como

φ(r+1)
x = τ̂ +

1
M

M∑

i=1

κ̂iẑ
2
i .

Então, fazer θ(r) = (µ(r+1)T
, φ

(r+1)
x ,φ(r+1)T

)T e voltar à etapa E. Este al-
goritmo ECM multiciclo itera entre os passos E e CM até que a seqüência
θ(r) atinja a convergência.

Salientamos que o algortimo ECM desenvolvido neste apêndice compartilha
as mesmas propriedades de simplicidade e estabilidade dos algoritmos para
estimação por máxima verossimilhança em modelos de calibração compara-
tiva propostos por Bolfarine e Galea (1995, 1996).

Influência Local

Nesta seção derivamos a curvatura normal no modelo de Grubbs quando
consideramos distribuições de mistura de escala normal. Analogamente
ao desenvolvimento apresentado na Seção 2.6, obtemos a curvatura nor-
mal usando a função Q-afastamento como medida de influência. A seguir
apresentamos os diferenciais d2

θ Q(θ|θ̂) e d2
θω L(θ|Y c) para vários esquemas

de perturbação. As matrizes ∂2Q(θ|θ̂)/∂θ∂θT e ∂2Q(θ|θ̂)/∂θ∂ωT podem
ser obtidas a partir desses diferenciais mediante os teoremas de identificação
dados em Magnus e Neudecker (1988).
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Matriz Hessiana, Q̈

Seja θ = (µT , φx,φT )T o vetor de parâmetros de interesse. Temos que o
segundo diferencial de Q(θ|θ̂) com relação a θ fica dado por:

d2
θ Q(θ|θ̂) =

M∑

i=1

d2
θ Qi(θ|θ̂),

em que Qi(θ|θ̂) é dado em (C.5). A seguir apresentamos os diferenciais
d2

θ Qi(θ|θ̂) para θ = (µT , φx, φT )T .

Tomando diferenciais de Qi(θ|θ̂) com relação a µ e então com relação a φ,
obtemos

d2
µ Q1i(µ, φ|θ̂) = −κ̂i(dµ)T D−1(φ) dµ, e

d2
µφ Q1i(µ, φ|θ̂) = −κ̂i(dµ)T D−2(φ)D(e∗i ) d φ,

em que e∗i = Y i −µ− 1pẑi, i = 1, . . . , M e D−m(a) = diag(a−m
1 , . . . , a−m

p ),
para a vetor p-dimensional e m > 0.

Diferenciando Qi(θ|θ̂) com relação a φ, obtemos

d2
φ Q1i(µ, φ|θ̂) = 1

2(dφ)T D−2(φ) dφ− τ̂(dφ)T D−3(φ) dφ

− κ̂i(dφ)T D(e∗i )D
−3(φ)D(e∗i ) d φ.

Finalmente, tomando diferenciais de Qi(θ|θ̂) com relação a φx, obtemos

d2
φx

Q2i(φx|θ̂) = 1
2φ2

x
d2φx − 1

φ3
x
(κ̂iẑ

2
i + τ̂) d2φx.

Avaliando estes diferenciais em θ = θ̂ podemos obter a matriz hessiana Q̈.

Esquemas de Perturbação

Para cada um dos esquemas de perturbação obtemos o diferencial d2
θω L(θ,ω|Y c).

Avaliando esses diferenciais em θ = θ̂ e ω = ω0 podemos calcular ∂2Q(θ|θ̂)/∂θ∂ωT

para o esquema de perturbação particular. A seguir é assumido que é
posśıvel trocar as operações de integração e diferenciação.
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Ponderação de Casos

Considere a inclusão de pesos para cada unidade experimental no logaritmo
da verossimilhança para dados completos, como

L(θ, ω|Y c) =
M∑

i=1

ωiLi(θ, ω|Y c)

com Li(θ, ω|Y c) dado em (C.4), aqui ω = (ω1, . . . , ωM )T em que 0 ≤ ωi ≤ 1
para i = 1, . . . , M e ω0 = 1M . Para esse esquema de perturbação temos que

d2
µωi

L(θ,ω|Y c) = κ−1(vi)(dµ)T D−1(φ)(Y i − µ− 1pzi) dωi,

d2
φωi

L(θ,ω|Y c) = −1
2(dφ)T {D−1(φ)1p − κ−1(vi)D(εi)D−2(φ)εi}dωi e

d2
φxωi

L(θ,ω|Y c) = −1
2

{
1

φx
+ κ−1(vi)

φ2
x

z2
i

}
d φx d ωi,

em que εi = Y i − µ− 1pzi, para i = 1, . . . , M .

Perturbação das Observações

Consideramos perturbações aditivas nas medições obtidas através dos ins-
trumentos usados no estudo. Seja Y iω o vetor de observações perturbadas
para cada unidade experimental. Abordamos os seguintes casos de interesse:

Perturbação simultânea das medições fornecidas pelos p instrumentos:
isto é, substitúımos Y i por Y iω = Y i + ωi em que ωi ∈ Rp, i = 1, . . . ,M ,
em cujo caso temos que ω0 = 0 ∈ RMp. O logaritmo da verossimilhança de
dados completos fica dado por L(θ, ω|Y c) =

∑M
i=1 Li(θ, ω|Y c) em que

Li(θ|Y c) = −1
2 log |D(φ)| − κ−1(vi)

2 (εi + ωi)T D−1(φ)(εi + ωi)

− 1
2 log φx − κ−1(vi)

2φx
z2
i + log h(vi;ν) + c

com εi = Y i − µ− 1pzi, para i = 1, . . . ,M .

Tomando diferenciais de L(θ, ω|Y c) com relação a θ e ωi, obtemos

d2
µωi

L(θ, ω|Y c) = κ−1(vi)(dµ)T D−1(φ) d ωi,

d2
φωi

L(θ, ω|Y c) = κ−1(vi)(dφ)T D(εi + ωi)D−2(φ) d ωi e

d2
φxωi

L(θ, ω|Y c) = 0.
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Perturbação das medições obtidas desde um dos instrumentos: suponha
que temos interesse em perturbar as medições fornecidas pelo t-ésimo instru-
mento, t = 1, . . . , p. Neste caso Y iω = Y i +ωict em que ct denota um vetor
p-dimensional com 1 na t-ésima posição, e zeros nas restantes. O vetor de
perturbação fica dado por ω = (ω1, . . . , ωM )T e ω0 = 0 ∈ RM . O logaritmo
da verossimilhança de dados completos sob este esquema de perturbação
assume a forma L(θ, ω|Y c) =

∑M
i=1 Li(θ, ω|Y c) em que

Li(θ|Y c) = −1
2 log |D(φ)| − κ−1(vi)

2 (εi + ωict)T D−1(φ)(εi + ωict)

− 1
2 log φx − κ−1(vi)

2φx
z2
i + log h(vi;ν) + c

com εi = Y i − µ− 1pzi, para i = 1, . . . ,M .

Mediante diferenciação obtemos que

d2
µωi

L(θ, ω|Y c) = κ−1(vi)(dµ)T D−1(φ)ct d ωi,

d2
φωi

L(θ, ω|Y c) = κ−1(vi)(dφ)T D(εi + ωict)D−2(φ)ct d ωi e

d2
φxωi

L(θ, ω|Y c) = 0.

Método de Alavanca Generalizado no Modelo de Grubbs

Derivamos os diferenciais requeridos para o cálculo da matriz de alavancas
generalizadas para o modelo de Grubbs usando a metodologia proposta na
Seção 2.3.

Considere µi = µ+1pzi, para i = 1, . . . , M . A seguir obtemos os diferenciais
dθ µi e d2

θYi
L(θ|Y c) a partir dos quais é posśıvel obter as matrizes ∂µ/∂θT e

∂2Q(θ|θ̂)/∂θ∂Y T . Usando o método de diferenciação de matrizes obtemos

dµ µi = d µ, dφ µi = 0 e dφx µi = 0, i = 1, . . . , M.

Tomando diferenciais de L(θ|Y c) com relação a θ = (µT , φT
x , φT )T e Y i,

obtemos que

d2
µYi

L(θ|Y c) = κ−1(vi)(dµ)T D−1(φ) d Y i,

d2
φYi

L(θ|Y c) = κ−1(vi)(dφ)T D(εi)D−2(φ) dY i e

d2
φxYi

L(θ|Y c) = 0.

É posśıvel apreciar que assim como para os resultados desenvolvidos nas
Seções 2.5 e 2.7 existe uma relação entre o método de alavanca e a influência
local considerando perturbações aditivas nas observações.
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Aplicações a Modelos de Regressão. Tese de Doutorado, Departamento
de Estat́ıstica, Universidade de São Paulo.

[5] Armstrong, R. D. e E. L. Frome, (1976). A comparison of two algorithms
for absolute deviation curve fitting. Journal of the American Statistical
Association 71, 328–330.

[6] Arslan, O., (2001). Family of multivariate generalized t distributions.
Journal of Multivariate Analysis 89, 329–337.

[7] Atkinson, A. C., (1981). Two graphical displays for outlying and influ-
ential observations in regression. Biometrika 68, 13–20.

[8] Banerjee, M. e E. W. Frees, (1997). Influence diagnostics for linear
longitudinal models. Journal of the American Statistical Association
92, 999–1005.

[9] Barnett, V. D., (1969). Simultaneous pairwise linear structural rela-
tionships. Biometrics 25, 129–142.

121



[10] Bates, D. M. e J. C. Pinheiro, (1998). Computational methods for mul-
tilevel models. Technical Memorandum BL0112140-980226-01TM , Bell
Labs, Lucent Technologies, Murray Hill, NJ.

[11] Bates, D. M. e S. DebRoy, (2004). Linear mixed models and penalized
least squares. Journal of Multivariate Analysis 91, 1–17.

[12] Becker, R. A.; W. S. Cleveland e M. Shyu, (1996). The visual design
and control of trellis display. Journal of Computational and Graphical
Statistics 5, 123–155.

[13] Beckman, R. J.; C. J. Nachtsheim e R. D. Cook, (1987). Diagnostics
for mixed-model analysis of variance. Technometrics 29, 413–426.

[14] Belsley, D. A.; E. Kuh e R. E. Welsh, (1980). Regression Diagnostics:
Identifying Influential Data and Sources of Collinearity. Wiley, New
York.

[15] Belsley, D. A., (1991). Conditioning Diagnostics: Collinearity and
Weak Data in Regression. Wiley, New York.

[16] Bolfarine, H. e M. Galea, (1995). Structural comparative calibration
using the EM algorithm. Journal of Applied Statistics 2, 277–292.

[17] Bolfarine, H. e M. Galea, (1996). One structural comparative calibra-
tion under a t-model. Computational Statistics 11, 63–85.

[18] Cadigan, N. G. e P. J. Farrel, (2002). Generalized local influence with
applications to fish stock cohort analysis. Applied Statistics 51, 469–
483.

[19] Chatterjee, S. e A. S. Hadi, (1988). Sensitivity Analysis in Linear Re-
gression. Wiley, New York.

[20] Chen, M. e D. K. Dey, (1998). Bayesian modeling of correlated bi-
nary responses via scale mixture of multivariate normal link functions.
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